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Abstract

Facial recognition is used in applications for attendance registration, people identification or
security systems. In the last, its purpose is to detect people, whether intruders or allowed
users in the system, through the collection of biometric data; for example: the distance of the
eyes, mouth, or nose. These data are unique, allowing to differentiate a person from others
by using algorithms for image analysis. In this work, three algorithms are used: Eigenfaces,
Principal Component Analysis and Local Binary Pattern Histogram, to perform facial
recognition inside a car, since these algorithms are considered of low computational cost.
The proper designed tool sends e-mail alerts and a link to a photograph, as well as a message
to the owner's cell phone in case the person enters is an intruder; otherwise, the owner can
deactivate the system or decide whether to proceed with the facial recognition. Each alert is
generated every 5 minutes, to allow the GPS location to be updated. As the correct
classification is a relevant parameter, the accuracy metric is evaluated as 97 %, with respect

to the confusion matrix.
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2021. Analysis and comparison of a classification of regular metal pieces by Convolutional
Neural Networks with and without Principal Component Analysis. Journal Research in
Computing Science (CORE 2021), ISSN: 1870-4069, México. Aceptado.

Abstract

The classification of images using artificial intelligence techniques (such as neural networks)
is fundamentally related to the characteristics of images, such as having a background of a
single uniform color. If the illumination scale of the images is different, or the resolution of
the image is not sufficient, this may cause false positives when classifying. This work
analyzes the importance of classifying images of metal parts (with regular shapes, such as
circle, square, rectangle, and flat washer, using a convolutional neural network with and
without principal component analysis (PCA), to determine the percentage of classification of
images in comparison with the two algorithms by evaluating sensitivity, specificity,
accuracy, and precision. The methodology is divided into three steps: obtaining the dataset,
training the convolutional neural network, and validating its results. Some representative
results of a comparison with a convolutional neural network without PCA were obtained
using the RMSProp optimizer with 85.3 % precision. PCA achieved the accuracy 98.7 %,
which indicates that the implementation of PCA improved the classification, with 480

components used.



Rangel-Velazquez, G.l., Ambriz-Polo, J.C., Mateo-Jiménez, M., Pérez-Martinez, J.A.,
Granda-Gutiérrez, E.E. y Torres-Reyes, C.E., 2021. Sistema de digitalizacion de texto
manuscrito implementando Google Vision API. Journal Aristas: Investigacion bésica y
aplicada,Vol. 8, N°16. pp. 325-331. ISSN: 2007-9478

Abstract

Image processing, together with pattern recognition, have been areas of study exploited in
recent years, achieving advances such as object classification, face recognition and text
recognition. In particular, the latter allows handwritten, typed, or printed texts to be converted
into editable digital text. This paper describes the design and operation of a handwritten text
digitization system through the implementation of Google Vision API, oriented for Android
devices. The aim of this research is to verify if its use increases the efficiency in recognizing
autographic text due to the low performance of Optical Character Recognition (OCR)
systems when processing text of such a type. The developed system consists of three
modules: 1) Image acquisition, 2) APl consumption request and 3) Digitization of the
generated OCR. For the evaluation of its performance, eleven document formats
corresponding to the education, health and industry areas were used, and four different image
conditions (quality adjustment and cropping of the area of interest), as well as a comparison
with some of the existing applications on the market. In this sense, the average recognition
of handwritten words with respect to those contained in each format was calculated and a 67

% efficiency of the system was determined.



RESUMEN

Las redes neuronales artificiales tienen diversas aplicaciones tales como prediccion de
sucesos, procesamiento de datos o automatizacion de actividades en deteccion y clasificacion
de objetos. Un ejemplo de los entornos en que se emplean las redes neuronales artificiales es
la manufactura, donde algunas actividades se realizan de manera manual, como colocar la
herramienta de trabajo sobre la pieza de trabajo, conllevando situaciones en donde se
involucra el error humano en el desarrollo de los procesos que es causado por el cansancio.
Por lo tanto, una alternativa de solucion es la automatizacion a través de la deteccion de
objetos. Por otra parte, al utilizar sistemas de vision artificial, intervienen variables que tienen
impacto en la percepcién visual como principalmente la tonalidad de la pieza, tipos de
sensores de la camara, angulo de la posicion de la pieza respecto a la cAmara y los cambios
de iluminacion, estos ultimos son més evidentes en piezas metalicas por reflejar la luz. En el
presente trabajo se muestra el desarrollo de una Red Neuronal Convolucional (RNC) con
Anaélisis de Componentes Principales (PCA) y la Red Neuronal Convolucional sin el Analisis
de Componentes Principales para realizar la clasificacion de piezas metalicas de acuerdo con
su forma geomeétrica, ya sea regular e irregular. Para la experimentacion se utiliza el disefio
factorial 3%, con las variables: iluminacion, cantidad de neuronas en capa oculta, tipo de
optimizador y nimero de componentes, que permitan obtener al menos el 93% de exactitud.
Las piezas metalicas son expuestas a luz fria y calida a tres niveles de iluminacion: 1000 Ix,
1500 Ix y 2000 Ix, establecidos en la Norma Oficial Mexicana NOM-025-STPS-2008. A
través del pretratamiento de imagenes con Analisis de Componentes Principales se elimina
el ruido que propician los datos redundantes (debido usualmente a la dimension de los datos)
y se obtiene una dimension menor a la original, esto permite que la Red Neuronal
Convolucional reciba una cantidad menor de datos de entrada. Las etapas del presente trabajo
se desglosan en: adquisicion del dataset con camaras de 1.3 MP y 8 MP, el disefio de
experimentos que contempla las variables antes definidas para la Red Neuronal
Convolucional y la Red Neuronal Convolucional con algoritmo Analisis de Componentes

Principales para el pretratamiento de imagenes, entrenamiento y validacion. En la dltima



etapa se presentan los resultados obtenidos con la Red Neuronal Convolucional se obtuvo un
78.89 % de exactitud, 76.66 % de sensibilidad, 79.85 % de precision y F1 (Puntuacion F1)
con 76.27 % y con Analisis de Componentes Principales se obtiene un promedio del 95.75
% de exactitud, 95.22 % de sensibilidad, 95.80 % de precision y 95.50 % de F1. Estos Gltimos
resultados demuestran que el uso del Analisis de Componentes Principales en la Red
Neuronal Convolucional mejora el reconocimiento de imagenes de piezas metalicas a través
de la eliminacion de informacién redundante en las imagenes, obteniendo una desviacién
estandar del 2.4 %, lo cual asegura que los datos de clasificacion se aproximan al 95 % de

clasificacién.

Palabras clave: Analisis de Componentes Principales, Red Neuronal Convolucional,
iluminacion, clasificacion, piezas metalicas.



ABSTRACT

Artificial neural networks have diverse applications such as event prediction, data processing
or automation of activities in object detection and classification. An example of the
environments in which artificial neural networks are used is manufacturing, where some
activities are performed manually, such as placing the work tool on the workpiece, leading
to situations where human error is involved in the development of processes that are caused
by fatigue. Therefore, an alternative solution is automation through object detection. On the
other hand, when using artificial vision systems, variables that have an impact on visual
perception intervene, such as mainly the tonality of the part, types of camera sensors, the
angle of the part position with respect to the camera and lighting changes, the latter being
more evident in metallic parts due to light reflection. This work shows the development of a
Convolutional Neural Network (CNN) with Principal Component Analysis (PCA) and the
Convolutional Neural Network without Principal Component Analysis to perform the
classification of metallic parts according to their geometric shape, either regular or irregular.
For the experimentation, the 34 factorial design is used, with the variables: illumination,
number of neurons in hidden layer, type of optimizer and number of components, which
allow obtaining at least 93% of accuracy. The metal parts are exposed to cold and warm light
at three illumination levels: 1000 Ix, 1500 Ix and 2000 Ix, established in the Mexican Official
Standard NOM-025-STPS-2008. Through the pretreatment of images with Principal
Component Analysis, the noise caused by redundant data (usually due to the dimension of
the data) is eliminated and a dimension smaller than the original one is obtained, this allows
the Convolutional Neural Network to receive a smaller amount of input data. The stages of
the present work are broken down into: acquisition of the dataset with 1.3 MP and 8 MP
cameras, the design of experiments that contemplates the variables previously defined for the
Convolutional Neural Network and the Convolutional Neural Network with Principal
Component Analysis algorithm for image pretreatment, training and validation. In the last
stage, the results obtained with the Convolutional Neural Network were 78.89 % of accuracy,
76.66 % of sensitivity, 79.85 % of precision and F1 (F1 Score) with 76.27 % and with



Principal Component Analysis an average of 95.75 % of accuracy, 95.22 % of sensitivity,
95.80 % of precision and 95.50 % of F1 is obtained. These last results demonstrate that the
use of Principal Component Analysis in the Convolutional Neural Network improves the
recognition of images of metal parts through the elimination of redundant information in the
images, obtaining a standard deviation of 2.4 %, which ensures that the classification data is

close to 95 % classification.

Keywords: Principal Component Analysis, Convolutional Neural Network,

illumination, classification, metal parts.
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1 INTRODUCCION

En el ambito de la manufactura de piezas metélicas se emplean actividades como
reconocimiento para determinar: el tamafio, &rea y forma de la pieza que se estd maquinando.
Para lograrlo, es conveniente utilizar un sistema que sea preciso y capaz de reconocer el

objeto con condiciones especificas de iluminacion (Younas, Kumari, y Manzoor, 2017).

El producto resultante del maquinado es utilizado en equipos electrénicos, médicos, de
transporte como terrestres, aéreos, entre otros, por lo que se exige que las piezas tengan un
minimo error de maquinado, siendo éste relevante en aquellas de menor tamario, porque en
algunas ocasiones el proceso realizado es medido en el orden de las micras para tener un
funcionamiento adecuado y acorde a las caracteristicas requeridas (Utrilla Diaz y Reyes
Hernandez, 2019).

Para que a las piezas metalicas se les dé una forma determinada, en ocasiones es necesario
usar algunas técnicas de maquinado no convencionales, donde no se tiene el contacto directo
entre la herramienta de trabajo y la pieza, como puede ser el proceso de maquinado
electroquimico, maquinado por chorro de agua, maquinado ultrasénico o como en el caso del
maquinado por descarga eléctrica que implica el uso de una herramienta de trabajo, pieza de
trabajo, una determinada concentracion de la solucion electrolitica como cloruro de sodio y
nitrato de sodio comunmente usadas y un determinado voltaje de corriente directa o por

corriente pulsada, menor a 20 V (Chaides, Ahuett, Flores, Caballero, y Ruiz, 2009).

También existen las técnicas convencionales como el barrenado, torneado, fresado y
prensado, gque involucran ciertas condiciones como el contacto directo con la pieza que
genera friccion, el aumento de temperatura y velocidad de avance durante el corte,
obteniendo como efecto la disminucion de la vida a fatiga del material (Diaz del Castillo
Rodriguez, 2011) y (Petatan Bahena, Gutiérrez Rojas, Abundez Pliego, Mayén Chaires, y
Andreés, 2021).

En la operatividad del maquinado convencional o tradicional, se realizan actividades como

la remocion de material mediante una herramienta de corte para dar forma a la pieza,
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siguiendo lineamientos de los cuales uno de ellos es la constante intervencion del operador
para nuevamente colocar la herramienta de trabajo sobre la pieza de materia prima y
prepararlas para realizar el maquinado. Como efecto de la participacion humana en las
actividades anteriores se produce el “cansancio” en el operador, que incrementa la
probabilidad de generar error humano. Por otra parte, en un entorno de clasificacion
automatizado, se involucra la iluminacion porque las variaciones afectan el impacto visual
reflejado en la obtencidn de imagenes mediante la camara, al clasificarlas con los algoritmos
de reconocimiento de patrones, como las redes neuronales artificiales y al evaluar con
diversas métricas que miden el desempefio como sensibilidad, precision, exactitud y F1,
puede diferir al valor considerado como adecuado, por ejemplo para el caso de la métrica de

exactitud el minimo es de 90% (Guillermo Gonzélez, 2014).

Una posible solucion a lo anterior es emplear un entorno controlado, mediante el uso de
técnicas como iluminacion frontal, direccional y estructurada para obtener mejor nitidez en
las imagenes, en donde el sistema se encuentra restringido en calibrar correctamente esas
variables, por lo tanto, es mas factible emplear un sistema que sea adaptativo a las variaciones

de iluminacion para que pueda ser reproducible en otros entornos. (Sanchez Reinoso, 2011)

Para diferenciar un objeto de otro con visién artificial se pueden detectar algunos patrones
como: forma geomeétrica, tamafio, color, profundidad, opacidad, rotacion, posicion,
condiciones de iluminacion y reflectancia. (Gonzalez Marcos, Martinez de Pison Ascacibar

y Verodnica Pernia, 2006).

Los algoritmos de vision artificial son sensibles en la distincion de la geometria de la pieza
metalica porque puede provocar un error dentro del reconocimiento del objeto. Entonces se
pueden clasificar como elementos nuevos, aunque no lo sean. Este tipo de error es conocido
como falso negativo segin las métricas de evaluacion del rendimiento de sistemas de

clasificacion (Ariza Lopez, Rodriguez Avi, y Alba Fernandez, 2018).

No obstante, para evitar que ocurran falsos negativos en la clasificacion, se utilizan algunas

técnicas como el uso de una Red Neuronal Artificial, siendo una herramienta que mejora los
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datos de entrada, es decir, que las imagenes se encuentren normalizadas aplicando un filtro
y una escala de redimensionamiento. Para normalizar los niveles de iluminacion de la imagen
es necesario considerar algunas caracteristicas como el contraste y el efecto visual que

ocasiona la incidencia de la luz sobre la superficie del objeto.

La mayoria de los procesos de reconocimiento de patrones utilizan condiciones de
iluminacion para que funcionen de manera adecuada en el entorno de trabajo, de lo contrario
se producen falsos positivos o negativos, sin embargo, para solventar la problemética de las
condiciones de iluminacion se utilizan algoritmos para el tratamiento de imagenes como las
Redes Neuronales Artificiales y el Analisis de Componentes Principales, con el fin de

mejorar las caracteristicas de las imagenes (Soares y Souza, 2016).

Un ejemplo del reconocimiento de objetos es el trabajo realizado por Morején Ortega
(Morejon Ortega, 2019) mediante el control de un brazo robético, con una Red Neuronal
Artificial, usando también algoritmos para la deteccion y representacion del objeto como:
Funcion de Objeto de Frontera (BOF) y Momentos Invariantes (MI). El uso de una RNA
backpropagation con entrenamiento de Momentos Invariante obtuvo un 90.69 % de
precision, mientras que con la Funcion de Objeto de Frontera corresponde al 72.09 % de
precision, presentando un mejor rendimiento con la aplicacion de RNA backpropagation
implementada con Momentos Invariantes. Primero se procesaron los datos para extraer las
caracteristicas de los objetos y de esta manera representarlos con Momentos Invariantes,
teniendo en cuenta la posicion y rotacion de la pieza, ademas de la forma geométrica de las

piezas, lo que minimiza el error de clasificacion y de perdida de datos.

Ademas de los algoritmos utilizados por Morejon Ortega (Morejon Ortega, 2019), la
literatura sefiala que las Redes Neuronales Acrtificiales tienen auge en el campo de la vision
artificial, abordando soluciones de problemas como determinar diagndsticos médicos,
andlisis del comportamiento humano, deteccion de objetos, clasificacion de objetos, entre

otras aplicaciones; sin embargo, la cantidad de datos de entrada y la aplicacion en donde se
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utilicen las redes neuronales artificiales, las hace totalmente diferentes entre ellas (Aziz,
Salam, Bin Haji Salam, Ullah Sheikh, y Ayub, 2020).

Los algoritmos para entrenar una red neuronal son dos, el primero es Funcion de Objeto de
Frontera (BOF), utilizado para delimitar las areas a identificar del objeto y el segundo es
Momentos Invariantes (M) que se utiliza para extraer las caracteristicas de los objetos en las
imagenes (Gitesh Chitaliya y Trivedi, 2010).

Por otro lado, se puede utilizar el Anélisis de Componentes Principales (PCA) para reducir
la cantidad de datos de entrada en el procesamiento de la red neuronal artificial, el
procedimiento para realizar dicha reduccion se presenta en la figura 1. Primero se obtiene la
matriz original, después se identifica la cantidad de pixeles y de componentes que contenga
la matriz, para luego determinar la correlacién entre pixeles y descartar los que tengan menor
cantidad. Después de eliminar los pixeles con correlaciéon mas baja se genera una nueva
matriz y se evalUa el centro para obtener la varianza acumulada. La cantidad de varianza
acumulada se evalUa a partir de los componentes necesarios para obtener una matriz reducida

la cual contendra la informacion més importante.

| Matriz original |

|  Generar nueva matriz__ |

|Obtener el centro de la matriz‘

Identificar variables: v
componentes. pixeles | Obtener varianza acumulada |

¥
[ Evaluar de correlacion | | Evaluar varianza acumulada |

| Obtener matriz reducida |

Figura 1. Procedimiento para reducir matriz original.

En la figura 2, se muestra un ejemplo de la reduccion de datos utilizando el algoritmo de

PCA. Las iméagenes se presentan en forma de matrices con m filas y n columnas (Figura 2,
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a), entonces al aplicar el algoritmo PCA, se puede reducir la dimension de la matriz original
(Figura 2, b) a través de la discriminacion de informacion, después se obtiene el centro de la

matriz para luego identificar las componentes principales.

a) Matriz original b) Matriz reducida

filas filas

columnas

columnas

Figura 2. Resultado de reducir matriz original con PCA.

Los pasos que se siguen para aplicar el PCA son los siguientes de acuerdo con Mazloom y
Kasaei, (2005) (Mazloom y Kasaei, 2005).:

1. Eliminar la correlacion entre variables. Evaluar las variables que contenga menor
cantidad de informacion y convertirlas en independientes, las cuales contienen la
mayor informacion necesaria.

2. Determinar el centro de la matriz. Es importante conocer el centro de la matriz de los
pixeles que se obtiene del promedio del conjunto de pixeles que resulte para my del
promedio que resulte para n.

3. Obtener varianza con PCA. La varianza representa la distancia de cada pixel al centro
de la matriz. Para cada uno de los valores de varianza corresponde un componente,
que indica la cantidad de unidades que constituyen un porcentaje de varianza. Por
ejemplo, el componente 1 puede tener un 20 % de varianza, el segundo componente
un 25 %.

4. Determinar cantidad de componentes. La cantidad de componentes depende de la
matriz original y del tamafio al que se desea reducir la matriz. A cada uno de los
valores obtenidos se le conoce como varianza individual e indica la cantidad de

informacién por cada unidad de componente. La cantidad de componentes y varianza
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adecuados dependen del estudio que se esté realizando, para este trabajo se evalla la
cantidad de componentes acumulados necesarios, por lo tanto, se utiliza la varianza
acumulada que consiste en la suma del total de varianzas individuales obtenidas, por
ejemplo, si se utilizaran 2 componentes con varianza acumulada, de acuerdo con el
ejemplo anterior, se suma 20 % de la primer varianza y 25 % de la segunda,
obteniendo como resultado el 45 % de varianza acumulada

5. Evaluar la varianza. Para cada uno de los valores de varianza corresponde un
componente, que indica la cantidad de unidades que constituyen un porcentaje de
varianza. Por ejemplo, el componente 1 puede tener un 20 % de varianza, el segundo
componente un 25 %. La cantidad de componentes depende de la matriz original y
del tamafio al que se desea reducir la matriz. A cada uno de los valores obtenidos se
le conoce como varianza individual e indica la cantidad de informacién por cada
unidad de componente. La cantidad de componentes y varianza adecuados dependen
del estudio que se esté realizando, para este trabajo se evalia la cantidad de
componentes acumulados necesarios.

6. Evaluar varianza acumulada. Se utiliza la varianza acumulada que consiste en la suma
del total de varianzas individuales obtenidas, por ejemplo, si se utilizaran 2
componentes con varianza acumulada, de acuerdo con el ejemplo anterior, se suma
20 % de la primera varianza y 25 % de la segunda, obteniendo como resultado el 45
% de varianza acumulada, con el fin de determinar la cantidad de informacion

necesaria. (Mazloom y Kasaei, 2005).

Otra posible solucion para eliminar datos redundantes es la aplicacion de una transformada
de Wavelet con la aplicacién de filtros para dejar un nivel estandar entre los pixeles que se
van a procesar y no sea tan variado el valor de los pixeles de acuerdo con la iluminacion,
pero, como no se asegura la eliminacion de pixeles redundantes y ademas el ruido que
contiene la imagen puede incrementar (Ferreira Mejia, Pérez Cubillos, y Aparicio Pico,

2021), es conveniente en este trabajo el uso de PCA.

23



Es importante identificar los bordes de un objeto en una imagen, que son considerados como
el cambio dréstico de coloracion de pixeles. Uno de los algoritmos empleados para realizar
este proceso es el de Sobel, que se enfoca en detectar los bordes en diagonal, horizontal y
vertical de una imagen en escala de grises. El algoritmo Canny detecta la mayor cantidad de
bordes ignorando el ruido que pudiera estar presente en la imagen; el proceso se realiza en
tres etapas: filtrado, decision inicial e histéresis. El ruido en las imagenes se presenta a través
de lineas no deseadas, causadas por la cantidad de iluminacién o por el color de fondo
utilizado para identificar el objeto, (Martinez Susunaga, 2017). Es conveniente eliminar la
mayor cantidad de ruido que se presente en la imagen a través de operaciones de acuerdo con
la estructura (morfologia) del objeto, tales como erosion y el de dilatacion, especificado en
Tabla 1.

A traveés del filtro de dilatacion se agregan pixeles a la imagen de acuerdo con los bordes que
presente y de lo que se desee realizar, mientras que el de erosion, elimina pixeles que pudieran

ser no deseados, o de diferente tonalidad que sea considerada como ruido (MATLAB, 2021)

Tabla 1. Operaciones morfoldgicas
Filtro Aplicacion Descripcion

Erosion Elimina pixeles a los | Se aplica a imagenes binarias.

limites de los objetos. Elimina los pixeles de menor tamafio con
tonalidad oscura.

En Python se utiliza la sentencia erode(), que se
emplea para realizar la erosion, definiendo el
contorno de la figura y haciendo la distincion del
fondo por la tonalidad.

Dilatacion | Agrega pixeles a los | Se aplica a imagenes binarias.

limites de los objetos. Aumenta la region de pixeles blancos.

Expande el tamafio de los pixeles con tonalidad
blancay a los pixeles que estén fuera de la region
los hace més pequefios.

En Python se utiliza la sentencia dilate(),para
hacer gruesos los bordes del objeto con
tonalidades blancas.
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Para desarrollar la Red Neuronal Artificial con Andlisis de Componentes Principales, como
primer paso es necesario cambiar la dimension de los datos de entrada para la red neuronal
convolucional y conservar la cantidad de pixeles en su mayoria evitando la redundancia a
través del uso de la varianza acumulada para que los datos tengan una menor cantidad de
dimensiones con la informacién necesaria disponible, asi mismo, con los pasos mencionados
se logra conseguir un aprendizaje con un modelo de tres etapas, entrada de datos,
entrenamiento y validacion, el cual representa un modelo clasico (Rocha Mufioz y Ortiz de
Lazcano Lobato, 2016).

Como se ha presentado en la literatura, las variables como iluminacion, rotacion, tamarfio de
la pieza y color, son importantes, ya que cambian de acuerdo con el entorno en el que se esté
empleando el sistema de reconocimiento, por lo que se utiliza en un entorno diferente, se
tiene que adecuar la iluminacion para realizar la clasificacion con menor cantidad de falsos

positivos y negativos.

25



2 PLANTEAMIENTO DEL PROBLEMA

En algunas situaciones dentro del campo de la manufactura, se requiere de constantes
procesos manuales para que el maquinado sea de calidad; sin embargo, pueden producirse
errores humanos debido principalmente al “cansancio” del operador, por lo que se
recomienda que sea un proceso totalmente automatizado (Kalpakjian y Steven, 2014).
Generalmente en los procesos de maquinado, el operador es quien coloca la herramienta de
trabajo sobre la pieza metalica y determina el punto de inicio del proceso del maquinado de
manera manual, verificando que se desarrolle de manera correcta; estas intervenciones
pueden contener error humano (Sanchez J. A., 2006), haciendo dificil la reproducibilidad de
cada maquinado, ademas se necesita mayor tiempo para terminar el proceso. Por otro lado,
si se realiza el proceso automatizado, una de las condiciones que afecta es el de la
iluminacion, porque siempre debe estar presente, pero si las condiciones cambian el sistema
causa falsos negativos y positivos, debido a que se deben identificar los bordes de la pieza en
tiempo real, entonces se requiere que pueda ser adaptable a la variacion de condiciones del

entorno de trabajo.

2.1 Definicion del problema
El proceso que se lleva a cabo en la manufactura generalmente requiere de la precision del
operador en la intervencién para colocar el posicionamiento de la herramienta de trabajo,

sobre la pieza de materia prima.

Uno de los aspectos para tomar en cuenta y sustituir la intervencion del operador dentro del
proceso, es el de determinar en primera instancia la forma geométrica (regular o irregular) de
la pieza de trabajo y posteriormente inicie el maquinado. En la literatura no se han encontrado
antecedentes relacionados con el presente trabajo, por lo que se opta por comparar la red
neuronal convolucional con y sin PCA. Ademaés, una de las principales problematicas en la
automatizacion del proceso de clasificacion de las piezas son las condiciones de iluminacion,
ya gue se debe contar con la intensidad adecuada para lograr que el sistema clasifique las

imagenes correctamente, sin embargo, las piezas metalicas por su naturaleza se caracterizan

26



por poseer tonalidades que ocasionan el reflejo de la luz sobre su superficie, por lo que se
dificulta su identificacion. Las tonalidades de las piezas metalicas varian en tonalidades
oscuras a plateadas, lo que implica otra dificultad ya que la iluminacidn se debe ajustar para
cada una de las piezas (Suarez Castrillon, Alegre, Morala Arguello, y Gonzéalez Castro,
2008).

Una solucidn es la aplicacion de métodos de Vision Acrtificial, para realizar la clasificacion
de metales con diferentes colores y materiales ya sean de acero, aluminio, cobre, niquel y
hierro, entre otros; al utilizar esta herramienta se requiere involucrar variables como las
condiciones de iluminacion y cantidad de luxes. Lo anterior implica que, al realizar un
proceso de deteccidn de objetos con la ayuda de la vision artificial, se calibrara bajo ciertas
condiciones en las que se encuentra el sistema (el margen de variacion es estrecho), pero al
cambiar de ambiente, las condiciones no seran las mismas y el proceso se vera afectado,

requiriendo una nueva calibracion o reajuste (Sanchez G. , 2018).

2.2 Objetivos de investigacion

Objetivo general

Desarrollar un algoritmo basado en Analisis de Componentes Principales y Redes
Neuronales Convolucionales para la identificacion de piezas metélicas, que permita obtener
una exactitud de al menos 93 %, considerando formas geométricas regulares e irregulares en

las piezas, con luz célida y fria en tres niveles de intensidad luminica: 1000, 1500 y 2000 Ix.
Objetivos especificos.

I.  Desarrollar los algoritmos para la Red Neuronal Convolucional para clasificar
imagenes de piezas metélicas y de Andlisis de Componentes Principales para el
pretratamiento de imagenes en el entorno de Python.

Il.  Aplicar el pretratamiento de imagenes mediante el Analisis de Componentes
Principales para reducir la dimension de la matriz de los datos de entrada en la Red

Neuronal Convolucional.
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I1l.  Verificar el reconocimiento de piezas metalicas mediante tres niveles de variaciones
de iluminacion establecidos por la Norma Oficial Mexicana NOM-025-STPS-2008,
los cuales son: nivel bajo 1000 Ix, nivel medio 1500 Ix y nivel alto 2000 Ix con una

fuente de luz calida y una fuente de luz fria.

IV.  Evaluar el numero de neuronas y el nimero de capas de la red neuronal convolucional
necesarias para la clasificacion de piezas mediante el disefio factorial 34y obtener una
exactitud de al menos el 93%.

V.  Construir una interfaz para clasificar piezas metalicas regulares e irregulares en
tiempo real o en imagenes contenidas en carpeta para obtener informacion estadistica

de la clasificacion.

2.3 Preguntas de investigacion
¢ Es necesario el pretratamiento de imagenes con PCA para que la red neuronal convolucional

alcance al menos el 93 % de exactitud?

¢Cudntas neuronas en capa oculta de la red neuronal y qué optimizador, son necesarios para

comprobar la exactitud propuesta?

¢ Cuél es el porcentaje de varianza y numero de componentes en el Analisis de Componentes
Principales que permite reducir la cantidad de ruido en imagenes y obtener el mejor

porcentaje de exactitud en la clasificacion?

¢Con cual de los niveles de iluminacion de 1000, 1500 o 2000 Ix se obtiene el mejor

porcentaje de clasificacion para la métrica de exactitud?

2.4 Justificacion

Al desarrollar un algoritmo para clasificar piezas metélicas a partir de la captura de imagenes
utilizando cdmaras de 1.3 MP y de 8 MP de acuerdo con el intervalo de condiciones de
iluminacion, se proporciona una herramienta Gtil para mejorar los procesos de clasificacion

de piezas metélicas, con al menos 93 % de exactitud. La herramienta permitira tener una
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mayor certeza al determinar se trata de una pieza con forma de rectangulo, cuadrado, circulo,
rondana, clavo y tuerca. Las posibles aplicaciones de dicha herramienta pueden ser para la
automatizacion de procesos de maquinado y podréa reducir el error causado por el cansancio

del operador.

2.5 Impactos
La aportacion del desarrollo del proyecto se ve reflejado en los siguientes &mbitos:

e Cientifico. Debido a que en el estado del arte no se ha encontrado informacion
relacionada al trabajo propuesto, se desarrolla el algoritmo de Anélisis de Componentes
Principales para el pretratamiento de imagenes con variacion de iluminacion y
clasificarlas con una Red Neuronal Convolucional.

e Tecnoldgico. Se proporciona un algoritmo que puede ser aplicado en la manufactura para
la clasificacion de piezas metalicas de acuerdo con la forma geométrica regular e
irregular, para mejorar la clasificacion de al menos 93 % de exactitud y realizar la

ubicacion de los objetos de manera automatica evitando errores humanos.
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3 HIPOTESIS

Con la aplicacion del Analisis de Componentes Principales para el pretratamiento de
imagenes y el uso de una Red Neuronal Convolucional, seré posible realizar la clasificacion
de piezas metalicas con formas geométricas regulares e irregulares, con al menos 93 % de
exactitud, bajo condiciones de iluminacién con luz célida o fria en tres niveles de intensidad:
1000, 1500 y 2000 Ix.
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4 ESTADO DEL ARTE

Los sistemas de clasificacion hacen uso de recursos basados en Inteligencia Artificial como
las redes neuronales. Para estos sistemas se establecen variables como pueden ser las formas
geométricas para clasificar y la iluminacion a la que se somete el objeto al momento de
obtener la imagen. La iluminacién es una de las variables mas importantes ya que depende
de ella que se logre identificar la forma del objeto. Las fuentes de emision de luz que
proporcionan la cantidad de iluminacion a la que se somete un objeto a clasificar pueden
dividirse en natural o artificial; en el caso de la iluminacion artificial se pueden encontrar
diferentes tipos de iluminacién como cenital, la cual emite luz en diversas cantidades y
direcciones y la iluminacion difusa, en este caso la luz es filtrada por algin objeto; los cuales
son importantes a considerar por la forma en la que se ilumina el espacio de trabajo que se
utilice debido a las tonalidades que se pueden producir al momento de tomar las imagenes
con una camara. Sin embargo, en ambos casos interviene la intensidad de iluminacion medida
en luxes, para la reflexion de la luz en los objetos, en especial en piezas metalicas. Otra
caracteristica que afecta en la clasificacion de objetos con los sensores de cdAmara, como por
ejemplo CCD (Dispositivo Acoplado por Carga) y el sensor de imagen CMOS
(Semiconductor Complementario de Oxido Metalico) o CIS (Sensor de Imagen de Contacto),
(EI Gamal y Eltoukhy, 2005), es el ruido que se visualiza en las imagenes como de sal y
pimienta, el cual se refiere a la aparicion aleatoria de pixeles de color negro y blanco en la
imagen (Menéndez, Javier, Lopez Portilla, Maykel, e Inglesias Martinez, 2013). Por lo tanto
es necesario realizar un pretratamiento de imagenes buscando normalizarlas y minimizar el
ruido ocasionado por el tamafio en cada las imagenes obtenidas en los dataset, tanto en el de

entrenamiento como de validacion.

Es importante analizar el efecto que se tiene al clasificar las imagenes normalizadas mediante
redes neuronales convolucionales, ademas, si se emplea otro algoritmo, se pueden comparar
los resultados para verificar si se mejoran las métricas como exactitud: evalla que la etiqueta
de prediccion sea igual a la etiqueta real, sensibilidad: verifica que los casos positivos sean

realmente correctos, precision: indica el conteo de verdaderos positivos que existen o la
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métrica F1 que evalla la métrica de sensibilidad y precision para verificar que la red neuronal
artificial detecte correctamente las clases y la prediccion pertenezca a alguna clase. (Borja
Robalino y Monleon Getino, 2020).

En el presente estado del arte se mencionan algunas caracteristicas de las imagenes que se
pueden analizar para mejorar la visualizacion de la imagen, ademas, se analiza la literatura
acerca de las redes neuronales convolucionales porque son consideradas como las técnicas
més adecuadas para la clasificacion de imagenes, también se contrasta la informacion con
técnicas como Wavelet para el tratamiento de imagenes o el Andlisis de Componentes
Principales (PCA), para determinar porque utilizar PCA como técnica de pretratamiento de
imagenes en esta investigacion. Por otra parte, como es imprescindible analizar los resultados
de la red neuronal convolucional, se proporciona informacion de las métricas exactitud,
precision, sensibilidad y puntuaciéon F1 (métrica que evalla a la sensibilidad y precision en
conjunto), ademas de la matriz de confusion para verificar como se clasificaron las imagenes

respecto a las clases existentes.

4.1 Imagen

En el proceso de la Vision Artificial se involucran algunos pasos para la adquisicion de
imagenes tales como: la toma de fotografias, interpretacion de datos y el reconocimiento de
algunos patrones. Los recursos tecnologicos de hoy en dia permiten captar informacion

mediante cdmaras y almacenarlas en una matriz (Lira Chavez, 2018).

Gonzalez Marcos (Gonzalez Marcos, Martinez de Pis6n Ascacibar, y Veronica Pernia, 2006),
indica que, para realizar otra forma de representacién de una imagen digital, es necesario
colocarla mediante una matriz f de NxM dimensiones, indicando la intensidad de color en la

imagen por cada pixel, (Figura 3):
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[f(1,1) f(1,2) - f(1,M) |
f(2,1) f(2,2) - f(2,M)
f(N,21) f(N2) - f(NM)

Figura 3. Matriz de NxM dimensiones

La cantidad de pixeles indica la resolucion de la imagen que es capaz de brindar un sistema
digital, por ejemplo, cuando se reduce el tamafio de una imagen, se realiza un proceso de
muestreo de la imagen, con el motivo de reproducirla en distintas escalas de resolucion, pero
con un mismo tamafo. Con una imagen original (Figura 4, inciso a) por cada muestra donde
hay perdida de informacién, asi como el ruido, se van generando patrones de forma

rectangular ( Figura 4, inciso b), (Miranda, 2009; Rosas Echevarria, Solis Bonifacio, y Cueva

///,//

a) Muestreo a 222x222 pixeles b) Muestreo a 64x64 pixeles

Figura 4. Ejemplo de muestreo

Aguilar Torres y Bekios Calfa (Aguilar Torres y Bekios Calfa, 2016), mencionan que las
imagenes presentan las caracteristicas mostradas en la Figura 5, las cuales son consideradas
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importantes dentro de la Vision Artificial para lograr distinguir un determinado objeto de

otro.

— Tamafo

*Se recomienda un valor estandar de pixeles para la redimensién de la imagen, con
el fin de reducir el costo computacional en el procesamiento de la imagen. Por
ejemplo imagenes de 36 x 36 0 24 x 24 pixeles.

— T

eCantidad de luz que se refleja sobre la superficie. La unidad de medida es el Lux y
corresponde a la iluminacién de una superficie de un metro cuadrado que recibe el
flujo de un lumen repartido uniformemente.

— Contraste

*Se define como la diferencia de la luminosidad en relacion con la luminosidad de
fondo.

— Saturacion

*Se refiere a la intensidad de cada color color en una imagen. Donde 0% de
saturacion indica una escala de gris, y si hay una luminosidad del 100% presente,
entonces corresponde a blanco. Si no hay iluminacién (0%), entonces la saturacion
es de color negro.

Figura 5. Caracteristicas de la imagen.

La imagen puede ser representada por n bits y depende de un vector formado por tres canales,
rojo, verde y azul, también conocido como RGB; de la combinacion de los colores surge una
gama que va de 0 hasta 255 para cada color primario. Por otra parte, cada pixel representa la
unidad minima de la imagen, el cual contiene informacién del color, brillo y saturacion. Si
la imagen estuviera filtrada en grises, se consideran tres factores para dejar la imagen en
tonalidades de blanco y negro: Alfa para la separacion del color rojo y negro, Beta para la
separacion del color verde y negro; y Gama para la separacion del azul y negro. La ecuacién

correspondiente esta numerada con 1.
r=fxy) @

Donde r es la intensidad de iluminacion del pixel en el plano cartesiano x, y.



Por otra parte, para definir si una imagen esta iluminada en las regiones de interés (porque
de esto depende un reconocimiento de patrones adecuado), se hace uso de la evaluacion del
brillo (Flores Erafa, 2009).

La iluminacién en una imagen puede provocar sombras, segun donde se posicione el objeto
de acuerdo con la fuente de iluminacion ya sea natural o/y artificial. La cantidad de
luminosidad esta determinada por la iluminacion del espacio. También, para aquellos objetos
que reflejan el 80 % o més de la luz apareceran con alta iluminacion y los que reflejen al

menos 3 % tendran apariencia opaca (Aguilar Dominguez, Mejia Lavalle, y Sossa, 2021).

La imagen de la Figura 6, presenta algunas areas con mayor iluminacion, otras sombreadas
como la parte que se sefiala con el cuadro de color naranja. Esto causara que los bordes del
objeto no sean reconocidos de acuerdo con el area original y se descarten regiones
importantes de la imagen que pueden ser utilizadas como caracteristicas, entonces, el sistema

podria interpretar que el fondo es parte del objeto, lo cual es incorrecto.

Figura 6. Imagen con brillo; el recuadro en naranja ocasiona problemas en la
identificacion.
Se puede evaluar también el tono del objeto, se considera tono a las caracteristicas para
distinguir el color, por la cual designamos los colores: verde, violeta, anaranjado, entre otros
colores que pueden resultar de la combinacion del RGB. El tono sirve como indicador de si
el pixel parece similar a un color 0 a una porcion. El color se asocia a la percepcion de una
cantidad de luz determinada porque los objetos reflejan un porcentaje de luz no absorbida
que es lo que generalmente percibe el ojo humano y corresponde a la informacion que se

brinda a los sistemas de vision artificial (Yang, 1993).
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Filipo Rugeles (Filipo Rugeles, Cano Garzon, y Chavez Osorio, 2010), sefiala que la
luminosidad también depende del tipo de fuente de donde provenga, como se indica en la
Figura 7. Hay tres tipos de iluminacion: natural, artificial y global, que se pueden detectar al
momento de realizar el reconocimiento de patrones, dependiendo de las pruebas que puedan
realizarse, aunque, resulta de mayor importancia el estudio de la iluminacion de manera
global, porque intervienen las variaciones de iluminacion que son las que afectan en la
discriminacion de los Eigenvalores (o descriptores) de los objetos a reconocer. También
porque usualmente se trabaja con iluminacion tipo LED debido a que son considerados como
lamparas ahorradoras de luz y se tienen presentes al momento de hacer uso de algln sistema
de vision artificial. La iluminacion con LED proporciona iluminacion fria, lo cual afecta en
la tonalidad de la pieza al momento de clasificarla, en ocasiones provoca que se torne muy
brillante o que los bordes de las piezas no se reconozcan de manera correcta, por lo tanto, es
importante considerar que tipo de iluminacion utilizar, ya sea iluminacion fria o calida, segun

el tono de las piezas u objetos.

eDepende de los factores climaticos
N atu ra I *Es variable en cantidad de iluminacidn y posicién de sombras

oo o *Son producidas por lamparas incadescentes: halégedas, LED.
Artlfl Cla I ePresenta variacion con la tensidn nominal, generando variaciones en el

flujo luminoso
Global

eUnion de la luz natural con la artificial

Figura 7. Tipos de iluminacion.

De acuerdo con los niveles de iluminacion que proporcionan las ldmparas y que reflejan los
objetos, de los cuales se adquieren imagenes, se recomienda realizar la obtencién del pixel
mas alto mediante el calculo de percentiles, a través de la ecuacion (2), para poder aplicar un

balance de iluminacién (Rendon Macias, Villasis Keeve, y Miranda Novales, 2016):

. Posicion del datoxnimero de elementos de la muestra
Percentil = — (2
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Donde n es el total de la muestra de pixeles. Después de obtener el percentil, se normalizan

los valores mediante el rango de pixeles mayores y se realiza un filtro de los valores menores.

La iluminacion y percentiles mencionados anteriormente involucran a las imagenes, sin
embargo, al utilizar sistemas de vision artificial para clasificar objetos, intervienen otros
factores como guiado, inspeccién y tipos de iluminacion para detectar la ubicacion del objeto

y realizar la prediccion.

4.2 Factores que intervienen en Vision Artificial

En el ambito de la clasificacién de objetos se menciona el siguiente ejemplo, donde
determinadas piezas metalicas que pasan a través de una banda transportadora que se mueve
a una velocidad a la que un operador no puede determinar tan facilmente de que pieza se
trata, se requiere que el sistema de clasificacion sea rapido y preciso para detectar los patrones
de informacion, entonces, para lograr la identificacion de objetos es primordial la
localizacion de la pieza, lo cual se puede lograr a través del guiado, pero no solo interviene
ese factor, sino también se evalla la calidad de las piezas a través de la inspeccion, por lo
tanto se debe contar con un tipo de iluminacién adecuada (Londofio Osorio, Marin Pineda, y
Arango Zuluaga, 2013). A continuacion, se definen los factores: Guiado, Inspeccion e

lluminacion.

421 Guiado

El guiado principalmente se utiliza para localizar la pieza y la orientacion de esta en un
espacio 2D o 3D, con el fin de que un robot o una unidad de control, pueda manipular la
pieza. Generalmente se utiliza una cruz como orientacién de donde se va a aplicar la accion
correspondiente, o para indicar el inicio del maquinado. Las ventajas del guiado son la
obtencién de una velocidad y una precision superiores al posicionamiento manual para el
embalaje, busqueda y alineacion de piezas en el montaje de otros componentes, localizacion
de piezas en un estante o retirar piezas de los almacenes (Riveros Guevara, Salas Lopez, y

Solaque Guzmén, 2012).
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El guiado es un factor importante en Vision Artificial porque la presentacion de las piezas
hacia la cdmara puede ser con orientaciones desconocidas. Otra ventaja de la aplicacion del
guiado es el posicionamiento automatico de las herramientas (Figura 8), implicando

caracteristicas claves como: calibre, nivel, perfil u otros descriptores.

Figura 8. Codo de 90°

El guiado puede depender de algunos patrones geométricos, por lo que se debe considerar la
tolerancia en las variaciones en el contraste e iluminacion, asi como cambios de escala y de
rotacion para lograr el reconocimiento de la misma pieza a pesar de estar en una localizacion

distinta (Figura 9) (Riveros Guevara, Salas Lopez, y Solaque Guzman, 2012).

Figura 9. Identificacion de una pieza en distinta posicion.

4.2.2 Inspeccion

Usualmente se utiliza el sistema de vision artificial para detectar defectos (Figura 10),
imperfecciones funcionales e irregularidad propiciados por la manufactura, para garantizar
la integridad de los productos ya sea de paquetes de industrias, farmacéutica, anillos de
botellas que son plasticos o metales que van alrededor de la boca de la botella, entre otros
(Rojas Hernandez, Silva Ortigoza, y Molina Vilchis, 2007).

38



Figura 10. Identificacién de irregularidades.

Un sistema de vision artificial para la identificacion de patrones puede estar conformado por
algunos elementos (Figura 11) como la fuente de iluminacion, una lente, sensor de iméagenes,
algoritmo para el procesamiento de las imagenes para la extraccion precisa de informacion,
inspeccion necesaria y como resultado obtener una decision proporcionada por el sistema de

clasificacion (Cognex, 2020).

Camara

Sensor de imagen >' Fuente de luz
Lo

lente
.

Piezas inspeccionadas
2%
v
Control e
] inspeccion con

é | é u vision artificial
!

Figura 11. Componentes de un sistema de Vision Artificial, adaptado de (Cognex, 2020).

De acuerdo con Pérez Lara, Ochoa Somuano, Pereyra Ramos, y Toscano (Pérez Lara, Ochoa
Somuano, Pereyra Ramos, y Toscano Martinez, 2013), una de las variables que interviene en
el reconocimiento de objetos es la iluminacién, sin embargo, existen diferentes tipos, como
iluminacion de campo oscuro, cenital difusa, estroboscopica, las cuales se utilizan de acuerdo

a las condiciones que se requieran en el estudio que se vaya a realizar.
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4.2.3 lluminacion

Los sistemas de vision artificial generan proyecciones a través de los datos obtenidos
mediante la cdmara y la cantidad de luz que se refleja sobre el objeto. Las técnicas de
iluminacion que se emplean consisten en una fuente de luz y la ubicacién en relacion con el
objeto, con el fin de conservar la forma del original sin anular los rasgos que presentan al

momento de capturar la imagen con la cdmara.
lluminacién de campo oscuro

Se utiliza para evaluar los bordes, surcos o grietas de objetos que contengan algin defecto

superficial y con ello mejorar el contraste en donde la visualizacion a simple vista sea dificil.
lluminacion cenital difusa

Este tipo de iluminacion es propagada en cualquier direccion y no genera sombras tan
notorias. Un ejemplo es el de la bombilla ya que produce iluminacién que es difundida en
distintos &ngulos dentro de un espacio, ademas, proporciona una iluminacion calida,

haciendo que se suavicen las tonalidades de los objetos presentes.
Iluminacién estroboscépica

La iluminacién estroboscépica se usa en aplicaciones donde se aplica una velocidad para
inmovilizar objetos que se estan moviendo durante su examen. El uso de una luz

estroboscopica también ayuda a evitar imagenes borrosas.

Para considerar los parametros anteriores de un sistema de vision artificial, se toma en cuenta
que primero se tiene que adquirir la imagen mediante una camara, la cual depende de una
determinada calibracion (posicionamiento de acuerdo a los ejes X, y, z), para después, obtener
una imagen, de acuerdo con el angulo de posicionamiento de la camara con respecto a la
imagen, y finalmente realizar el procesamiento de imagenes a través de clasificadores

convencionales y clasificadores profundos (Calvete Sanz, 2018).
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4.3 Clasificador: Red Neuronal Artificial (RNA)

Salazar Cardenas y Vargas Trujillo (Salazar Cardenas y Vargas Trujillo, 2017), sefialan que
las Redes Neuronales Artificiales son una representacion del funcionamiento de una neurona
de acuerdo con su estructura bioldgica: cuerpo celular con una rama principal llamada Axén
que se encarga de recibir las sefiales eléctricas para distribuirla entre sus terminales, es decir,

otras ramas mas cortas denominadas dendritas.

Las neuronas estan interconectadas entre si, para lograr procesar informacion, a través de un
entrenamiento ya sea supervisado: para obtener una salida deseada a partir de datos
previamente tratados; o no supervisado: ocurre cuando se pretende que la red neuronal

“comprenda” por si misma un conjunto de datos, al igual que su estructura.

El modelo de una Neurona Artificial se representa en la Figura 12, la cual funciona a partir
de la obtencion de las entradas: nimero de entradas que recibe, correspondiendo a la
informacidn a procesar, pesos sinapticos: atentdan o amplifican los valores de entrada para
distribuirlos en la neurona, una funcion de activacion y una salida (Fernandez, Guzman, y
Dadios, 2018).

En el proceso de la suma de los pesos, se recibe el pardmetro 6i, donde 6 son los pesos ¢ i
pertenece al bias, también llamado umbral de la neurona, luego el resultado de la suma se le
denomina entrada neta, con la cual se determina si la neurona esta activa o no (funcién de
activacion). La activacion de neuronas surge cuando se suman las sefiales recibidas, entonces
la salida se envia a la neurona y si esta por debajo del umbral, la neurona no se dispara, en
otras palabras, no genera ninguna sefial; la funcion del umbral que decide si se dispara la
neurona se le conoce como funcion de activacion, para que después, la informacion sea

propagada entre las demas neuronas (Garro, Sossa, y Vazquez, 2012).
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Figura 12. Modelo de una Neurona Artificial, adaptado de (Salazar Cardenas y Vargas
Trujillo, 2017)

Delgado Rivero (Delgado Rivero, 2001), aborda que una Red neuronal esta constituida por
una arquitectura en capas, una de ellas es la capa de la cual se pueden realizar predicciones,
otra capa es la intermedia (la cantidad depende del tipo de red neuronal artificial que se esté
utilizando) en la que se realiza el procesamiento y se les denomina capas ocultas, por ultimo,

se tiene la capa de salida.

Los nodos son unidades individuales que procesan la informacion de cada capa
implementando funciones de activacion. Cada uno de estos nodos se encuentran
interconectados para compartir la informacion entre ellos. La importancia de esto es que en
cada interconexion existe un peso, que especifica la fuerza de interconexién entre dos nodos,
para especificar el modelo de entrenamiento de los datos ingresados; el objetivo es el de
lograr realizar una tarea como deteccion de objetos, clasificadores, entre otros, (Zambrano
Escobar, 2009).

Una Red Neuronal Artificial backpropagation, estad destinada para resolver problemas de
reconocimiento de patrones y un perceptron aprende teniendo en cuenta solo el error entre el
objetivo, el resultado y la tasa de aprendizaje (Cervantes Osornio, Arteaga Ramirez, Vazquez
Pefia, y Ojeda Bustamante, 2016). Aziz (Aziz, Salam, Bin Haji Salam, Ullah Sheikh, y Ayub,
2020), menciona que estos modelos, aplicados en la deteccién y clasificacion de objetos,

utilizan métodos que les ayudan al aprendizaje automatico para determinar lo siguiente:
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e Seleccionar la region informativa: proceso altamente computacional que permite
determinar la identificacion del objeto.

e Extraccion de caracteristicas: se basa principalmente en la observacion natural de los
objetos para determinar la naturaleza y robustez del objeto. Algunas técnicas para extraer
caracteristicas son: Scale-Invariant Feature Transform (SIFT), Histograma de
Gradientes Orientados (HOG), HAAR: Clasificador para la deteccion de objetos.

e Clasificacion: categorizar al objeto de entrada, segun las posibles categorias de destino.

De esa manera se logra el objetivo de identificacion de patrones, sin embargo, muchas veces
en las regiones informativas de las iméagenes, intervienen elementos que dificultan la
extraccion de la region de interés, para lo cual, se utilizan otros métodos (HOG, HAAR, PCA)
para lograr la discriminacion y obtencién correcta del elemento que se requiere, contenido

generalmente en una imagen o fotografia.

A continuacion, se explica de manera més detallada el funcionamiento de una Red Neuronal
Convolucional para la deteccion de objetos, asi como también, el desarrollo de las capas que

la determinan.

4.3.1 Red Neuronal Convolucional

El principal objetivo de una Red Neuronal Convolucional es extraer y clasificar diferentes
objetos de acuerdo con las caracteristicas que se obtienen a partir de una base de datos de
imagenes. Las aplicaciones de la RNC se ven reflejadas, por ejemplo, en la deteccion de
digitos escritos a mano y en la deteccion de rostros, teniendo como datos de entrada una base

de datos de iméagenes extensa (Rivas Asanza y Bertha, 2018).

La extraccion de caracteristicas locales se realiza a alta resolucion, lo que minimiza la perdida
de informacidn, ademas se tiene como alternativa, la combinacion con resoluciones bajas (72
DPI, en espafiol Puntos Por Pulgada), con el fin de utilizar funciones més complejas, en caso

de que se deseen implementar (Camacho y Labrandero, 2016).
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La estructura de este tipo de arquitectura consta de una entrada de longitud variable, que se
refiere a la entrada de datos, por ejemplo, una cadena u oracion que tiene 12 palabras debe
ser representada mediante una variable por cada una de las instancias creadas, por
consecuente de tener una entrada de datos, a los cuales, se les debe aplicar una operacion
interna relacionada con la memoria del calculo, denominadas como capas ocultas (Cruz Roa,

Suérez, Jiménez L, y Castro Franco, 2017).

Para la salida de datos, en relacion con la estructura, se utiliza una salida de longitud variable,
esto quiere decir que, por ejemplo, si se quiere traducir un texto del espafiol al inglés, la
entrada de datos es variable, luego, la longitud de secuencia de salida es diferente a la de
entrada (Delgado Rivero, 2001).

A razén de lo anterior, se utilizan capas para poder organizar la informacion: capas
convolucionales (capas C), asociadas con celdas simples y capas de agrupacion (capas P)
para modelar el comportamiento de células complejas. La capa C realiza una convolucién en
2D. Mientras que las capas de agrupacion reducen el tamafio de la entrada mediante un

barrido espacial (Oludare Isaac, Jantan, y Dada, 2019).

Segun Scherer (Scherer, Miiller, y Behnke, 2010), en la Figura 13, se presenta la arquitectura
de la RNC. Una de las caracteristicas que poseen y con las cuales se puede diferenciar de las
RNA cléasicas, son las operaciones de convolucion para realizar el procesamiento de la
imagen y desglosarla en imagenes mas pequefias para reducir el tamafio inicial y que sean
filtradas a través de procesos como max o min pooling, para que como resultado final se
obtenga la clasificacion de la imagen de entrada, respecto a las que clases con la que se haya

entrenado la Red Neuronal Convolucional.
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Imagen de entrada
de nxn pixeles

Convolucion 1 Reduccion de muestreo

Convolucién 2

Clase 1

Clase 2

Clase 3

Clase 4

Reduccién de muestreo 2

Salidas

Figura 13. Etapas de la Red Neuronal Convolucional, adaptado de (Scherer, Mller, y
Behnke, 2010)

El filtro no se aplica en toda la imagen ( Figura 14), sino que se realiza por partes para que
el procesamiento de la imagen en la red neuronal tenga menor costo computacional y sea
rapida la filtracién respecto a filtrar toda la imagen. Las primeras capas estan destinadas a
identificar patrones basicos, por ejemplo: lineas rectas o curvas. Luego por cada salida se
analizan otros patrones cada vez mas complejos, hasta llegar a la identificacion de un objeto
(Khan, Rahmani, Shah, y Bennamoun, 2018).

0o oo folo|o
1 0 0 3 [0 [
lo |20 |3 |0

0 0ololo|=2

0 o120

0 0o lolo |1

Figura 14. Aplicacion de filtro, (Khan, Rahmani, Shah, y Bennamoun, 2018)
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Para mejorar el funcionamiento de la Red Neuronal Convolucional, se utilizan métodos de

extraccion de caracteristicas, los cuales se dividen en dos grupos: superficiales y profundos.

Los superficiales ignoran los detalles de las formas que describe de manera efectiva a la
imagen, mientras que los profundos, se encargan de extraer caracteristicas de oclusion del
objeto, asi como también, los puntos clave, a través de descriptores: HOG, SURF, FREAK,
gue se mencionan por ser mas utilizados en aplicaciones de visén artificial por computadoras
con Redes Neuronales Convolucionales (Cruz Roa, Suérez, Jiménez L, y Castro Franco,
2017).

Resendiz Tolentino (Resendiz Tolentino, 2017), sefiala que normalmente las operaciones de
convolucidn son utilizadas para el tratamiento de imagenes y para el tratamiento de sefiales,
sugiriendo que para el filtrado de imégenes, se puede utilizar como método la transformada
de Wavelet o de Fourier, sin embargo, la transformada de Wavelet, aunque se enfoque en el
filtrado de las imagenes, carece de precision y tiene restricciones de acuerdo con los filtros
(pasa bajas, pasa altas) que se manejen, los cuales limitan la frecuencia y la resolucion
temporal en la imagen. Ademas, se deben considerar parametros como frecuencias altas o
bajas, ejes de tiempo, lo que impide que se demuestre una claridad en la sefial, generando

una restriccién de la incertidumbre en la resolucion.

Para el filtrado o matriz de convolucién, de una imagen, se tiene que tomar en cuenta la
descomposicion en Xy Y pixeles, correspondiendo al alto y ancho, puesto que son variables
importantes para el caso de tener y mantener una buena resolucion en el tratamiento de
imagenes en dos dimensiones, ya que ayuda a tener un buen pre tratamiento de datos, debido
a que los pixeles de las imagenes forman una matriz con datos no estandarizados, derivados
del brillo, iluminacion, factores ambientales en el momento de la toma de la fotografia, sin
embargo, no siempre se hace una seleccién adecuada del area de interés, para lo cual, se
utilizan métodos como los ya mencionados (HAAR, SIFT, HOG), ademas, se puede emplear,

analisis de componentes principales (Ali Ahmed, Dey, y Kumar Sarma, 2011).
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Para el analisis de bases de datos de imagenes extensas es conveniente utilizar una Red
Neuronal Convolucional, a traves de un tratamiento previo a los datos de entrada para la
obtencidn de matrices, para clasificar y localizar imagenes con menos cantidad de parametros
de entrada, porque reduce la dimensionalidad de las caracteristicas de las imagenes, a través

de operaciones convolucionales (Islam, Rahman, Siddique Nafiz, y Jabid, 2018).

Para comparar la arquitectura de las redes neuronales, en relacion con las caracteristicas,
ventajas y desventajas que presentan se hace uso de la Tabla 2-3. EI motivo es demostrar la
viabilidad de las Redes Neuronales Convolucionales (RNC) en la clasificacion de objetos a
partir de imagenes de entrada para el entrenamiento de acuerdo con Alsmadi (Alsmadi, Omar,
Noah, y Almarashdah, 2009).
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Tabla 2. Comparacién de los tipos de arquitectura de redes neuronales convencionales.

Nombre de la red neuronal Caracteristicas principales Ventajas Desventajas
Perceptron Simple: Es considerada como el tipo | Umbral y pesos sinépticos | Utiliza una sola neurona de salida.
Tipo de aprendizaje: | simple de una Red Neuronal | ajustables. El entrenamiento del perceptron debe
supervisado. Artificial, porque tiene una | Puede usarse como | extraerse de clases linealmente

Se usa para realizar separaciones
estadisticas.

alimentacion directa en las neuronas
de entrada. Presenta una tasa de
convergencia lenta y busqueda de

clasificador a partir de un
dataset con etiquetas.

separables.
Se limita a realizar la clasificacién de
patrones con solo dos clases.

Clasificacion de patrones | minimo global No todas las funciones l6gicas pueden
correctos. realizarse, ejemplo: XOR, no
linealmente separable.
Multicapa: Mapea los datos de | Es capaz de crear modelos | Modelos con diferente precision por
entrada en salida apropiada. Utiliza | no lineales. presentar pérdida en el minimo local,
3 0 mas capas de neuronas (nodos), | Se puede entrenar un modelo | debido a la asignacion aleatoria de
con funciones de activacion no | en tiempo real. valores.
lineal.  Distingue  datos no | La propagacion define la | Son sensibles a la escala de datos, es
linealmente separados. entrada segura de una | decir, que tengan un valor medio e
Conjunto  de  unidades de | neurona a partir de datos | idéntica desviacién estandar.
procesamiento como células. externos, logrando distinguir
Cada una de las conexiones de | datos separados.
neurona a neurona es determinada
por un peso, el cual genera una
respuesta sobre ella.
Adaline Su funcién se determina a partir de | Se pueden wusar varias | No existen reglas sistematicas que
Tipo de aprendizaje: | la sumatoria de las entradas que | arquitecturas  del tipo | puedan describir el problema.

supervisado.

generan 0 y 1, que depende del
umbral que se esté manejando

El algoritmo de aprendizaje es RMS
(Error cuadratico medio).

Se usa para resolver problemas de
regresién lineal y linealmente
separables.

Adaline para formar una
arquitectura mas grande,
conocida como Madaline.
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Nombre de la red neuronal

Caracteristicas principales

Ventajas

Desventajas

Feedfordward Networks
(Redes de retroalimentacién)
Aprendizaje supervisado 0 no
supervisado.

Se utiliza para estimar patrones y
cuando el flujo de la informacién
sea en una sola direccion.

Llamadas perceptrones multicapa de
retroalimentacion. El objetivo es
aproximar alguna funcién.

La primera capa identifica bordes,
en la segunda capa oculta se
identifican lineas externas del
objeto.

Su ejecucion es rapida.

No existe una retroalimentacion
donde las salidas se realimentan entre
si.

Tabla 3. Comparacion de los tipos de arquitectura de redes neuronales de aprendizaje profundo.

Redes neuronales de aprendizaje profundo

Nombre de la red neuronal Caracteristicas principales Ventajas Desventajas

Redes Convolucionales | Se utilizan para el analisis de | Reduce el nUmero de | En la reduccion de caracteristicas se
Avrtificiales (RNC) iméagenes, debido a que son capaces | conexiones y parametros de | pierde informacion relevante de las
Tipo de aprendizaje: | de detectar caracteristicas simples | entrenamiento. imagenes analizadas, por lo tanto,
supervisado. como por ejemplo deteccion de | Al reducir los pardmetros, | pierde precision.

Comunmente usado para | bordes y lineas para componer de | solo quedan las

clasificar y detectar objetos, | acuerdo con caracteristicas mas | caracteristicas mas comunes. | La cantidad de datos determina la

caras, patrones, etc.

Identifican patrones graficos y
luego realza una clasificacion a
partir de estos.

complejas hasta detectar lo que se
busca. Son las més utilizadas para la
deteccion de imagenes por la ventaja
de reconstruir imagenes a través de
la segmentacion por convolucion y
la aplicacion de filtros hasta
determinar la clase respectiva.
Aplica una reduccion de las matrices
obtenidas de las  imagenes,
generando un mapa de
caracteristicas con kernel (filtros).

La capa de salida tiene la
misma cantidad de neuronas
que de clases.

cantidad de neuronas.
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Red Neuronal Artificial
Backpropagation

Tipo de aprendizaje:
Supervisado.

Es funcional para realizar

algoritmos de  optimizacion
porque se ajustan los pesos para
mejorar la tasa de aprendizaje.

La boasqueda de los minimos
globales puede quedar atrapada en
los minimos locales y el algoritmo
puede ser sensible a los parametros
seleccionables por el usuario.

Usa patrones de
entrenamiento para realizar
la clasificacion.

Necesita de una etapa de
aprendizaje.
Permite  entrenar
multicapa.

Exige derivar la funcion de
activacion.

redes

Requieren un valor minimo de error.
Los pesos van tomando valores que
pueden ser grandes y la red aun asi no
cambia.

Lentitud del aprendizaje.

Las capas ocultas pueden generar
alteraciones en la salida.

Maquina de Boltzmann

Tipo de aprendizaje:
supervisado o0 no supervisado
Tiene una estructura de tipo
recurrente para operar de manera
binaria.

Su funcionamiento es a través de
valores binarios.

Es probabilistico.

Unidades ocultas o0 no

Conexiones bidireccionales.

Pueden ser secuenciales: cambian de
un estado a la vez.

Pueden ser paralelas: cambian de
estado de manera simultanea.

Arquitectura simple

Son utilizadas para
distribuciones  de  tipo
probabilisticas de vectores
arbitrarios.

Calcula la probabilidad de
vectores binarios.

Dificil de entrenar y lenta para el
aprendizaje
Conectividad restringida.

Redes recurrentes
Funcionan  como
asociadas.

memorias

Usa datos temporales

Presenta menos compatibilidad con
funciones.

Las secuencias de
arbitrarias.
Proporcionan informacién de series
de tiempo.

entradas

Son tolerables al ruido.

Es un proceso adaptativo por
la realizacion del calculo de
matrices.

La red se vuelve inestable si existen
patrones parecidos

El nimero de patrones a aprender son
limitados por el nimero de nodos en la
red.
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De las arquitecturas anteriores, se utiliza una Red Neuronal Convolucional por la

capacidad de procesar grandes cantidades de imagenes, ya que son las mas adecuadas para

la clasificacion de objetos.

Para que las redes neuronales obtengan una salida a partir de los valores de entrada, y que

la respuesta se encuentre en un rango por ejemplo de (0,1) o (-1,1), se utilizan funciones

de activacion. Las ecuaciones que se utilicen en la funcion de activacion se relacionan con

una grafica de salida, que permite el analisis de datos; las méas representativas se observan
en la Tabla 4 (Soares y Souza, 2016):

Tabla 4. Principales funciones de activacion para el analisis de datos en Redes
Neuronales.

Funcion

Aplicacién

Ecuacion

Grafica

Sigmoidal

Satura el gradiente.
Lenta
convergencia.

No esta centrada en
el cero.

Esta acotada entre 0
y 1.

Buen rendimiento
en la dltima capa.

f) =

1+e*

0.8

0.4

0.0

Tangente
hiperbélica

Muy similar a la
sigmoide:

Satura y mata el
gradiente.

Lenta
convergencia.
Centrada en 0.

Esté acotada entre -
ly 1l

Buen desempefio
en redes
recurrentes.

fx

1—e7*
1+e*

0.8

0.4

0.0

L |
[=]
P

|

Funcion
transferencia
Hardlim

de

Conocida
escalonada.
La neuronal de
salida es 1 en caso
de ser mayor que el
umbral, si no, el
valor es 0.

como

re ={

1six<0
0 para lo contrario

Lineal

Dénde x es una
constante.

flx) =x

0.4

0.0
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4.4 Analisis de Componentes Principales

Los componentes principales de una imagen son los descriptores que contienen
informacion de acuerdo con la dimensionalidad de los datos; los cuales estan ubicados en
un plano cartesiano y posteriormente se colocan dentro de una matriz para redimensionarla
en una nueva matriz de menor tamario, evitando la pérdida de informacién importante por
medio de las caracteristicas principales de laimagen. Con lo anterior se tiene la posibilidad
de hacer una reconstruccion del objeto a analizar a través de una proyeccién. Una vez que
sean graficados estos resultados, se procede a la siguiente etapa que corresponde a la
designacion de etiquetas, que consiste en que al patron obtenido en la graficacion se le va
a designar un nombre el cual va a usar como identificados para los demas objetos (Gitesh
Chitaliya y Trivedi, 2010).

El algoritmo de PCA tiene tres secciones importantes: obtencion de la media de los datos,
matriz de covarianza y definicion de componentes, por lo tanto, se siguen los siguientes
pasos:

1. Se obtiene la media de los datos se obtiene y se resta a cada una de las caracteristicas

(x;) mediante la ecuacion (3), con el fin de normalizar los datos.

. ., Xi—X
normalizacion = = (3)
o(x)

Donde x; es la primera caracteristica extraida que se resta de la media (x) de la suma de

todas las caracteristicas de la imagen. o representa la desviacion estandar de la variable x.

2. Se obtiene una matriz que contiene las imagenes de entrada, donde X es el conjunto
de imégenes de entrada (Naveed Abbasi y He, 2019). Para calcular un valor propio (1)

se utiliza la ecuacion (4)
B-d=A1-d 4)

3. Lamatriz original (B) tiene dimension cuadrada y un Eigenvector (a). Con los valores
propios obtenidos, se calcula la varianza total de todos los componentes también

conocida como varianza acumulada (5) (Naveed Abbasi y He, 2019).
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i Var(x) = X7_; 4 (5)

A; son los valores propios. Una vez obtenidos los valores propios, se generan las nuevas
coordenadas correspondientes a los componentes. Para reducir las dimensiones de la
varianza obtenida, se calcula el nimero de componentes a partir de la mayor varianza
ortogonal. La varianza consiste en la combinacion de variables originales, como el nimero

de pixeles, las lineas, las curvas, segun las caracteristicas de la imagen.

4. Para calcular un componente, se resta el valor de la media de las mismas variables que
componen la imagen. Asi, se consigue una media de cero en todas las componentes.

5. Por dltimo, se calcula la covarianza de los vectores propios. Al conjunto de
descriptores se les Ilama Eigenvectores. Se les aplica una normalizacion, para
estandarizar el rango de los pixeles y no presentar perdida de informacion por dos
casos: naturaleza de los pixeles de la imagen y el rango de intensidad luminoso
limitado. (Salgado Diaz del Rio, 2019).

Del resultado obtenido se evaltan las caracteristicas de las imagenes como la dimension
y cantidad de pixeles, a través de la implementacion de un conjunto de filtros como el de
la normalizacion o K-Vecinos Cercanos. Con la aplicacion de dicho filtro se mejoran las
caracteristicas del conjunto de datos de seleccion que constituyen la matriz de pixeles
(Reyes Nava, 2018).

Se recomienda pasar la imagen original a escala de grises, posteriormente, utilizar un
histograma que indica la distribucion de la escala de grises y los niveles que presentan

para analizar de los colores de la imagen. (Mathworks, 2021).

Las imagenes pueden presentar opacidad y ocasionar una mala clasificacién de objetos,
entonces, se requieren evaluar parametros de la imagen como: iluminacién, contraste y
brillo, se utiliza un histograma en el cual resaltaran las areas mas brillantes en alto
contraste y las sombras se veran mas oscuras (Esqueda Elizondo y Palafox Maestre, 2005).
Por ejemplo, en la Figura 15 se muestra la imagen original a), a la cual se le aplicé el filtro
en escala de grises b). De la imagen en escala de grises se obtuvo un histograma que se

divide en tres partes. La primera regién empieza de 0 a 75 que hace referencia a la
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intensidad de iluminacién que representa a las sombras de la imagen. De 76 a 175

pertenece a la luminosidad media y de 176 a 255 indica las zonas de luces.

Los valores mas altos en el histograma de la imagen Figura 15,b) del eje de cantidad de
pixeles, corresponde a la primera region con una frecuencia de 1.2 pixeles, indicando que
la imagen esta subexpuesta, es decir, que la imagen esta demasiado oscura, que carece de
luces y que es una imagen de bajo contraste. La flecha roja indica la region en donde existe
un bajo contraste en la imagen y en el pico que esta a la derecha de la flecha se encuentran

las luces que contiene la imagen.

La comparacion de los histogramas es que en la imagen a color Figura 15 a),se encuentran
diferentes tonos, representados de manera digital por la composicion RGB (rojo, verde y
azul), los colores que puede tomar la imagen van en una escala de 0 a 255, por lo tanto, es
necesario normalizar estos conjuntos de valores en tonos grises en escala de 0 a 255,
imagen Figura 15 b), para tener una sola grafica que indique en escala de grises, la manera

en la que esta iluminada la imagen.
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a) Imagen original e histograma

166

o
©® o

Cantidad de pixeles
o ©
» (=]

o
N

0 50 100 150 200 250
Escala de grises

g
(=}

b) Imagen en escala de grises e histograma

Figura 15. Ejemplo de histograma.
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El proceso general del PCA se indica en la Figura 16. Primero se forma una matriz con
los datos obtenidos de las imégenes, posteriormente se calcula la media con los datos
correspondientes a sus dimensiones, una vez obtenido esto, se le resta la media a cada una
de las filas y columnas de la matriz. Finalmente se calcula la matriz de covarianza, para
generar los Eigenvalores y Eigenvectores para asi obtener los componentes principales
para proyectarlos mediante una grafica. Las caracteristicas principales de la imagen
original se conservan después de aplicar el calculo del algoritmo, para posteriormente,
comparar el resultado con otras imégenes, puesto que si coinciden, entonces la proyeccion
generada corresponde a la imagen original, lo cual, puede ser comprobado con la
graficacion de la nueva imagen. También se compara de manera gréafica que la proyeccion
(imagen), sea similar a la imagen original (Caballero Julian, Vidal Reyes, Lopez Sanchez,

y Jerénimo Rios, 2017).

Matriz de datos

Media

Restar la media

Matriz de
covarianza

( N\
Generacién de
Eigenvalores 'y

Eigenvectores
| J

Componentes
principales

Graficar
componentes

Figura 16. Proceso de Analisis de Componentes Principales.

Para desarrollar los algoritmos de identificacion de patrones, es necesario considerar
algunas variables como la iluminacion por los cambios de apariencia que pueda ocurrir
con respecto a las piezas u objetos a identificar; la posicion de las piezas enfatizando en
el angulo en el que se encuentra porque puede dificultar la localizacién de la pieza de

acuerdo con el algoritmo (Basulto Rodriguez, 2018).
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El propdsito del desarrollo del algoritmo de PCA como pretratamiento de imagenes en la
RNC es el de mejorar el porcentaje de exactitud en clasificacion. Para evaluar el
rendimiento mediante métricas se tienen que utilizar ecuaciones como se menciona en la

seccion de Métricas de evaluacion.

4.5 Métricas de evaluacion.
Menciona Tiwari (Tiwari, 2019), que para evaluar la calidad de una red neuronal, se
pueden tomar en cuenta métricas como: Precisién, Sensibilidad, Exactitud y F1, los cuales,

miden un aspecto en especifico.

Precision: Es la relacion de las medias con la cantidad de datos totales. Por ejemplo, si se
considera una carpeta con 50 imagenes a clasificar, pero el sistema solo clasificd 40,
entonces la precision es del 80 %, refiriéndose asi al conteo de los verdaderos positivos

totales. La ecuacion para calcularlo es:

VP
VP+FP

Precision = (6)
Donde:

VP VVerdadero Positivo
FP: Falso Positivo

Exactitud: la porcion de imagenes en donde la etiqueta real coincide con la etiqueta de
prediccion. Es decir, si el sistema predice que la imagen corresponde a una pieza de metal
con forma de circuloy el valor real indica lo mismo, se dice que hay exactitud. La ecuacion

para calcularlo es:

Exactitud = —2"" (7)

VP+FP+FN+VN

Donde:

VN: Verdadero Negativo

FN: Falso Negativo
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Sensibilidad o recuerdo: la proporcion de casos positivos reales que se identifican
correctamente, sobre una porcién de verdaderos positivos. Como ejemplo se considera
que tan confiable es el modelo para realizar predicciones correctas. La ecuacion para

calcularlo es:

VP

Sensibilidad = (8)
VP+FN

Puntuacién F1: Combina las métricas de precision y sensibilidad. En caso de que se
obtengan valores altos en ambas métricas, indica que el modelo detecta las clases y que el
resultado es altamente confiable, ademas se evitan falsos negativos. En caso de tener la
precision con valores altos y la sensibilidad con valores bajos, indica que detecta la clase,
pero el resultado es poco confiable. Si se tuviera un valor bajo en la métrica de precision
y alto en sensibilidad, indica que al modelo le cuesta trabajo detectar las clases, pero el
resultado es confiable. Si las dos métricas tuvieran valores bajos, entonces los resultados
no son aceptables.

(Sensibilidad)*(Precision)
(Sensibilidad)+(Precision)

F1=12x

(9)

Una herramienta muy Util para presentar los porcentajes de VP, FP, VN y FN de una
manera mas ordenada y que ayude a determinar mejor los resultados es la matriz de
confusion. Las variables de la matriz de confusion ayudan a clasificar de manera dptima
el resultado de los datos histéricos, recabados de la ejecucion del sistema de clasificacion.
Generalmente se utilizan grandes cantidades de datos a clasificar y para garantizar el
resultado, se utiliza una matriz de confusion que tendra la estructura como en la Figura 17
(Tiwari, 2019):
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Actual

FP
VP Tipo de
error |
Pruebas
FN
Tipo de VN
error |l

Figura 17. Matriz de confusion.

El porcentaje que se obtenga depende del tipo de métrica, puesto que, como cada métrica
analiza un tipo de clasificacion, puede resultar que para precision se obtenga un 90 %,
mientras que para sensibilidad un 80 %, esto quiere decir que el resultado de verdaderos
positivos y negativos, respecto a las ecuaciones correspondientes, tiene un efecto sobre el
resultado final, es asi como se analiza si los parametros a evaluar son los correctos y asi
mismo determinar la confiabilidad del modelo de red neuronal (Caballero Julian, Vidal

Reyes, Lopez Sanchez, y Jeronimo Rios, 2017).

De acuerdo con el tipo de métrica (Precision, Exactitud, F1 y Sensibilidad), en los
algoritmos de Redes Neuronales Artificiales y Andlisis de Componentes Principales,
aplicados en el reconocimiento de objetos, que se encuentran en la literatura, se obtuvieron
distintos porcentajes de evaluacion de resultados, los cuales se presentan en la Tabla 5,
refiriendo que para la clasificacion de iméagenes, el porcentaje que se maneja de Precision
va desde 97.1 % al 98.82 % y de exactitud del 92 % hasta 98.82 %. Los siguientes trabajos
se consideran por el uso de redes neuronales artificiales para resolver determinados

problemas relacionados a la clasificacion de objetos o tratamiento de imagenes.

Tabla 5. Recopilacion de trabajos que usaron técnicas de Vision Artificial.

Titulo Aplicacion Método Métrica Porcentaje
Obtenido

Reconocimiento  de | Reconocimiento de Exactitud de | 92.0 %
patrones en imagenes (Resonancias la validacién | (N=100)
imagenes médicas por | magnéticas, rayos X, | Red Neuronal
medio de ultrasonido) para | Convolucional
redes neuronales | reconocer tejido Precision 97.1%
convolucionales tumoral.

58




Titulo Aplicacién Método Métrica Porcentaje
Obtenido
(Santamaria  Colula, Exactitud 98.8 %
2019) final de la | (N=81)
prueba

Redes  neuronales | Andlisis de imagenes de | Wavelet-PCA | Exactitud 98.82 %
convolucionales para | resonancia magnética | Red Neuronal:
la clasificacion de | funcional en estado de | Perceptrén
componentes reposo. Multicapa
independientes de (MLP)
rs-fMRI. (Mera
Jiménez y Ochoa
Gomez, 2021)
Sistema de | Control de un brazo | Backpropaga- | Efectividad | Con
Reconocimiento  de | robético para realizar la | tion backpropaga
Patrones de Imagenes | clasificacion de piezas. | Funcion de -tion:
e Inferencia  de Objeto de Minima
Acciones de un Brazo Frontera 90.69 %
Robotico en un Momentos
Ambiente no invariantes
Estructurado
Aplicado al Proceso
de Almacenaje
Robotizado.
(Morej6n Ortega,
2019)

Tasa de error

Permite contabilizar los errores de clasificacion que realiza la red neuronal y de esta
manera determinar el rendimiento. Para determinarlo se hace uso de la ecuacion (10),
donde n pertenece al numero de ejemplos del conjunto de datos sobre el que se evalla el
modelo. En algunos casos se refiere a la pérdida esperada, por lo tanto, la esperanza es

igual a la tasa de error del clasificador (Berzal, 2018).

FP+FN __ errores
n

error = (10)

En relacion con la informacion recabada en el estado del arte, las Redes Neuronales
Convolucionales son consideradas, como las mas aptas para el andlisis de datos a través

de imagenes, destinadas para el reconocimiento facial o reconocimiento de objetos.

En una Red Neuronal Convolucional existe una etapa donde se reduce la informacién de
una imagen, distribuyéndola en diferentes capas y generando una respuesta rapida; sin

embargo, existe la incertidumbre de pérdida de informacion puesto que si se discriminan
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caracteristicas importantes que constituyen la imagen de interés, dificilmente se le
aportard una retroalimentacion necesaria para el aprendizaje de la Red Neuronal
Convolucional, por lo tanto, se propone realizar el pretratamiento de las imagenes de
entrenamiento para la RNC, con el algoritmo de Anélisis de Componentes Principales,
logrando asi recopilar los descriptores y Eigenvalores de las imagenes, donde se extraen

caracteristicas necesarias reduciendo la pérdida de informacion.

La iluminacion juega un rol relevante en los sistemas de reconocimiento, ya que son
sensibles a la luz. Por lo que, es imprescindible realizar la prueba con diferentes niveles
de iluminacién. En ocasiones se tienen que restringir las condiciones como cantidad de
iluminacion, tipo de fondo para colocar piezas metéalicas y tomar fotografia, aplicacion de
filtros para las imagenes, tomando en cuenta un intervalo de iluminacién que seria la

condicion bajo la que trabajaria la red neuronal convolucional en el lugar requerido.

En el desarrollo del proyecto es necesario involucrar etapas para realizar de manera
efectiva el procedimiento de clasificacion de acuerdo con los niveles de iluminacién

propuestos, el cual se expone a partir de la definicién de la seccién del Método.
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5 METODO

El desarrollo del proyecto se lleva a cabo en diferentes etapas (Figura 18), en el caso del
algoritmo de la Red Neuronal Convolucional con Analisis de Componentes Principales,
el proceso comienza con la adquisicion del dataset, seccion en donde se realiza la
normalizacion de imagenes. Posteriormente, se continta con el disefio de experimentos
(Disefio factorial 3%), que indica el nimero de pruebas a realizar, luego se aplica el
Algoritmo PCA con el cual se realiza el pretratamiento de iméagenes, continua el
entrenamiento de los datos con la RNC, sigue la validacion del funcionamiento de la Red
Neuronal Convolucional y se concluye con la evaluacion de los resultados. Para el caso
del algoritmo de la Red Neuronal Convolucional sin Analisis de Componentes Principales,

se omite el paso de Algoritmo PCA.

;oo--[>  Algoritmo PCA  f--=---3

v

Validacion Resultados

vV

Adquisicion del N Diserio de

. Entrenamiento
dataset experimentos g

--> Con PCA
—>» Sin PCA

Figura 18. Etapas de experimentacion

5.1 Disefio factorial 3*

Para realizar el proyecto se utiliza el disefio de experimentos factorial 3% (Figura 19).
Como se tienen 4 variables y 3 niveles, corresponde a un total de 81 combinaciones,
resultado de elevar 3*. El método se usa para determinar variables con mejor desempefio
en la red neuronal convolucional respecto a la métrica de exactitud. Las variables que se
identifican como primordiales en el proyecto son: iluminacion (1000 Ix, 1500 Ix y 2000
Ix), cantidad de neuronas en la capa oculta (16, 32, 64), tipo de optimizador en la red
neuronal (RMSProp, SGD y Adam) y namero de componentes (2, 25, 50 componentes
PCA). Un ejemplo de combinacion es imagenes de 1000 Ix, 16 neuronas en capa oculta,
optimizador RMSProp y 2 componentes PCA; asi como ese tipo de combinacion, existen

80 combinaciones que se tienen que realizar. Las imagenes que se van a utilizar,
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primeramente se les realiza un ajuste de iluminacion para después generar las 81

combinaciones.

El experimento se realiza tres veces para determinar la veracidad de los resultados para el
disefio factorial, puesto que se tienen 81 combinaciones por repeticion, ademas de estar

definido por el tiempo del desarrollo del proyecto.

En una primera repeticion se evalla que las 81 combinaciones de las variables se hayan
sustituido dentro de la red neuronal, de lo contrario, se realiza combinacion por
combinacion hasta completar la cantidad. Una vez completadas las combinaciones, se
incrementa el valor de repeticion de experimentacion. El proceso se repite hasta obtener
3 repeticiones para evaluar el promedio y la desviacion estandar de los porcentajes.
Finalmente se obtiene la mejor combinacion de acuerdo con el mejor rendimiento

evaluado por la métrica de exactitud, tal como se propone en la seccién de objetivos.
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Figura 19. Etapas del disefio factorial

Las variables que intervienen en el proyecto son: nUmero de componentes (representada

por A), cantidad de iluminacion (L) y las variables de neuronas en capa oculta y
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optimizador se engloban en R, para que después de estimar los resultados del disefio
factorial, se obtenga la combinacién con el porcentaje de exactitud mas alto, la cual indica
los valores de las variables que se sustituyen en la red neuronal convolucional con y sin
PCA que corresponde a la etapa de clasificacion (C) y finalmente se evalUan los resultados
para determinar de qué pieza se trata (T). La relacion de los factores se representa en la

Figura 20.

(L) Cantidad de iluminacion
en luxes

(R) Caracteristicas de la Red
Neuronal Convolucional:
Neuronas en capa oculta
e Optimizador

(A) Algoritmo PCA:
Numero de componentes

(C)Clasificacion

(T) Determinar de que
pieza metalica se trata:
rectangulo, circulo,
cuadrado, rondana,
tuerca o clavo

Figura 20. Relacion entre factores.

A través del uso de PCA, se obtuvo que las caracteristicas reducidas de la imagen
comprenden desde 0 a 480 componentes (Figura 21). La cantidad de componentes se debe
a la reduccion de los Eigenvectores y Eigenvalores mediante el uso de la sentencia
“modelo_pca.components_" de la libreria Sklearn de Python, obteniendo asi un primer
proceso que es la obtencion de la matriz de covarianza y la matriz de correlacion. Como
resultado se generd la varianza, que indica la cantidad de informacion contenida por cada
uno de componentes y con la cual se puede recrear la imagen, seleccionando asi tres
cantidades de componentes que corresponde a: 2, 25 y 50. El criterio de seleccion es la
cantidad de componentes teniendo en cuenta que la varianza acumulada debe proporcionar
la mayor cantidad de informacién importante para las imagenes, por lo tanto se evalla que
con 2 componentes (valor bajo) se genera el 46.05 % de varianza acumulada, con 25
componentes (valor medio) el 90 % de varianza acumulada y con 50 componentes (valor

alto) el 97.25 % de varianza acumulada.
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Figura 21. Comportamiento de la varianza acumulada en funcién del nimero de
componentes

La letra L simboliza la iluminacion: 1000, 1500, 2000 Ix. La variable iluminacion influye
en las imagenes definiendo la opacidad de estas. Los niveles de iluminacion estan
definidos de acuerdo con la Norma Oficial Mexicana NOM-025-STPS-2008, que indica
que el minimo de iluminacion en un entorno de maquinado es de 1500 Ix, se consideran
dos niveles mas de iluminacion para determinar cual es mas adecuado siendo 1000 Ix

como nivel bajo y 2000 Ix como nivel alto.

La letra R hace referencia a las caracteristicas que involucran a la red neuronal a través
del uso de optimizadores. En pruebas répidas se evaluaron los optimizadores Adagrad,
Nadam y Adadelta, Adam, RMSProp y SGD a través de la matriz de confusion y se
determind que proporcionan mejores resultados de clasificacion los tres ultimos. En la
Figura 22 se muestran los resultados obtenidos de las pruebas rapidas con los
optimizadores SGD, Adam, RMSProp, Nadam y Adadelta. La ejecucion se realizé con la
red neuronal convolucional con PCA, con 25 componentes, 64 neuronas en capa oculta,
imagenes de camara de 1.3 MP expuestas a 1500 Ix. Por lo tanto, los optimizadores con
mejor desempefio son SGD con 98.33 % de exactitud, Adam con 96.66 % de exactitud y
RMSProp con 95.83 % de exactitud, mientras que con Nadam se obtuvo 91.6 % de
exactitud y Adadelta 87.5 % de exactitud, entonces, los dos ultimos optimizadores no
cumplen con el valor de la hip6tesis (93 % de exactitud), y se opta por evaluar el valor de
los optimizadores Adam, SGD y RMSProp, que, como se expone en la Figura 22, el mejor

resultado fue para SGD:
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Figura 22. Gréficas del promedio de exactitud para los optimizadores SGD, Adam,
RMSProp, Nadam y Adadelta

Para el caso de las capas ocultas, no hay una ecuacién que indique la cantidad total de
neuronas exactas (Gazzaz, Yusoff, Aris, Juahir, y Ramli, 2019), por lo que se propone la
experimentacion con 16, 32, 64 e indicados como niveles bajo, medio y alto en
experimentacion, siendo 64 un nivel alto porque si se utilizan méas neuronas ocasiona un
sobre entrenamiento puesto que se alcanza el 90 % de exactitud en las primeras épocas y
posteriormente el porcentaje disminuye; si fuera menos de 16 neuronas, existe bajo
entrenamiento porque no permite que la red neuronal se ajuste de acuerdo a los pardmetros
establecidos y la exactitud no mejora a través de las épocas (Martin, Lopez, y Martin,
2006), ademas en el entrenamiento y validacion con el uso de 32 neuronas proporcioné
un porcentaje alrededor del 90 % de exactitud, tal como se expone en la seccién de

resultados del disefio factorial (Figura 58-Figura 60).

La relacion de todas las variables se expresa matematicamente como p(C|A4,L,R), y la
combinacion de las variables dara como resultado la clasificacion de la imagen (denotada
por la letra C). Finalmente, el resultado (T) seré el tipo de pieza metélica clasificada como
regular: cuadrado, rectangulo, circulo, rondana o irregular: tuerca, clavo y se expresa este

resultado como p(T|C).

A partir de las variables definidas se puede construir la matriz de experimentacion

mostrada en la Tabla 6.
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Tabla 6. Matriz de experimentacion.

NuUmero de neuronas en capa | Optimizador | lluminacion Componentes
oculta
X=16 A=RmsProp 1=1000Ix Cl=2
Y=32 B=Adam 2=1500Ix C2=25
Z=64 C=SGD 3=2000Ix C3=50

Los valores que pueden tomar las variables del disefio factorial 3 se presentan en la Tabla

6. Las combinaciones resultantes se muestran en la Tabla 7.

Tabla 7. Ejemplo de combinaciones de matriz de experimentos

Numero de neuronas | Optimizador | lluminacion | Componentes
en capas oculta ()

16 SGD 1500 50

64 RmsProp 1500 2

16 RmsProp 1500 25

16 RmsProp 1000 50

16 SGD 2000 2

16 SGD 1000 50

32 RmsProp 1500 50

32 SGD 1000 2

El nimero de combinaciones de 3* es de 81, para cada combinacion se genera un
experimento distinto y se evaltia con la métrica de exactitud, para que al final se determine
la mejor combinacion para la clasificacion de imagenes. El total de combinaciones se
encuentra en el apartado de resultados del disefio factorial incluido en la seccion de

AnNexos.

5.2 Proceso general del algoritmo

Como primer paso (Figura 23) se carga el dataset de entrenamiento para obtener las
etiquetas respectivas: circulo, cuadrado, rectangulo, rondana, clavo, tuerca. Las etiquetas
se obtienen de manera automatica, a través de la lectura del directorio de las iméagenes de
entrenamiento que contiene las carpetas de cada una de las clases. EI nombre de las

carpetas se coloca de forma manual, sin embargo, el nombre de las iméagenes que contiene
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cada carpeta es distinto, puesto que se otorga un nombre diferente al momento de
almacenar las iméagenes, las imagenes contienen un rango de pixeles de 0 a 255 y se

estandarizan los datos en un rango entre 0 y 1.

Con los componentes de las iméagenes, tales como lineas y curvas, se evita la informacion
redundante ya que puede ocasionar que la clasificacién no sea la correcta, por lo tanto,
como primer paso en la aplicacion con el analisis de componentes, se obtiene la media de
los datos para luego calcular la matriz de covarianza, tanto de entrenamiento, como de
validacion; multiplicada por la matriz que resulta de la multiplicacion de la matriz original
con la matriz unitaria. El resultado genera valores positivos y negativos que indican el tipo
de relacién ya sea inversa que son los valores menores a la media o directa que son los
valores mayores a la media, entonces, la relacion entre variables sirve para descartar

variables que no tengan informacion directa o importante.

A continuacion, se calculan los Eigenvalores y los Eigenvectores, mediante el resultado
de los componentes, se generan los vectores de entrenamiento y de validacion que serviran
para la red neuronal convolucional, permitiendo asi la obtencion de los pesos adecuados.
Para comprobar el funcionamiento se hace la lectura de datos de la carpeta de validacion
con la que se realiza la prediccion de imagenes, este proceso consiste en asignar la etiqueta
correspondiente a cada una de las imagenes. Con los resultados que se generen
historicamente de la clasificacion de todas las imagenes disponibles en la carpeta, se
obtiene la matriz de confusion para evaluar las métricas precision, sensibilidad, F1 y
exactitud. Esta dltima es la de mayor interés porque evalla el acercamiento del valor
medido y el valor real de las imagenes a clasificar, la cual se verifica que corresponda a
un porcentaje por lo menos del 93 % de lo contrario, se realizan los ajustes
correspondientes en la etapa de la obtencion de los Eigenvalores y Eigenvectores (el

proceso se presenta en el diagrama de la Figura 23).
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Figura 23. Etapas del proceso de PCA en RNC

5.3 Requerimientos o especificaciones del sistema
Los requerimientos para llevar a cabo la elaboracion del proyecto se contemplan de

acuerdo con los siguientes aspectos:
Ambiente fisico

Es conveniente que se tenga la posibilidad de poder controlar las entradas de iluminacion
(ventanas, ldamparas, entre otros), con el fin de realizar pruebas con las variaciones de

iluminacién los mas exactas posibles.

Usuarios y factores humanos
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Etapa de clasificacion de piezas de maquinado. El sistema podra ser utilizado por la
persona que tenga conocimiento del funcionamiento del sistema y que requiera como
resultado que las piezas metalicas correspondan a piezas regulares (cuadrado, circulo,

rectangulo y rondana) o irregulares (clavo y tuerca).

Funcionalidad del sistema

Tabla 8. Caracteristicas de las camaras de 1.3 MP y 8MP.

Céamaras
Caracteristicas 1.3 MP (European machine | 8 MP (Xatakandroid, 2019)
vision association, 2006)
Modelo Basler acA1300-200um Xt1601
Sensor: Python 1300 BSI (Black Side
IHlumination)
Tipo de sensor: CMOS CMOS
Resolucion 1280 x 1024 pixeles 720 x 1280 pixeles
Tipo de interface USB 3 Servidor DroidCamX

1 ld&mpara incandescente de 100W.
1 lampara de luz blanca, 75 W
e Uso de un dimmer sencillo de boton:
o Marca: Supplier
o Modelo SD-305
o Voltaje: 127V

Para realizar las mediciones del nivel de iluminacion, se requiere de un luxémetro “UNI-
T 382 Series”. Las caracteristicas son las siguientes (Ingprosuppliers, 2021):

e Mediciones en LUX: 20, 200, 2000, 20000 lux

e Mediciones en CD: 2, 20, 200, 2000 CD

Restricciones:
El rango mayor del nivel de iluminacion es de 2000 Ix y el rango menor es de 1000 Ix.
También se toma en cuenta la Norma Oficial Mexicana NOM-025-STPS-2008, que

establece que para entornos de maquinado y de inspeccién de piezas se utilizan
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aproximadamente 1000 Ix. En entornos para realizar maquinado donde se requiera de una
mayor precision y procesos de ensamble, se usan 15001x. Mientras tanto, para interiores

se utilizan aproximadamente 100 Ix. (Diario Oficial de la Federacion, 2008)

5.4 Disefio e implementacion

El desarrollo del proyecto se llevé a cabo en diferentes etapas, en las cuales se definen las

piezas y parametros a utilizar. A continuacidn, se presentan cada una de las etapas.

5.4.1 Seleccion de piezas metalicas

Para realizar la clasificacion de piezas metélicas, se usan especificamente las piezas:
tuerca, clavo, rondana, circulo, rectangulo, cuadrado, que son representativas a las formas
faciles de conseguir, econémicas y cominmente fabricadas o terminadas con procesos de
maquinado, también se suelen utilizar procesos para su embalaje. Las piezas metalicas se
eligieron de acuerdo con las caracteristicas de dos tipos de clases: piezas regulares (Figura
24) e irregulares (Figura 25). La aplicacion de cada una de las piezas es base para crear
otros tipos, por lo que es esencial considerar primero las formas basicas e ir identificando

la dificultad que se tiene para clasificarlas.

1@ o

|
Rectangulo  Circulo  Cuadrado Rondana II ‘°>

CEvn Tuerca

Figura 24. Piezas metalicas regulares
Figura 25. Piezas metalicas irregulares

5.4.2 Establecimiento de las condiciones de iluminacion
Para variar los niveles de iluminacion de la lampara incandescente de 100 W, se conectd
un dimmer que contiene una perilla en su disefio, tal como se muestra en el diagrama de

la Figura 26.
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Figura 26. Diagrama electrico de conexion dimmer-lampara

En relacién con la lampara que proporciona luz blanca, se opt6 por aumentar y disminuir
la distancia de la lampara a la mesa de trabajo para conseguir los niveles de iluminacion
propuestos en cantidad de luxes (Figura 27). En ambos casos se midieron los niveles a

través del luxémetro UT382 series.

Para la captura de imagenes, la cdmara se coloca a 20 cm de la pieza para delimitar el area
y se utiliza un fondo negro sobre el cual se coloca la pieza de trabajo. Respecto a la
iluminacion, la lampara (puede ser reemplazada por lampara con iluminacion friay calida)
estd conectada a un cable para ser movible y asi obtener los niveles de luxes propuestos
mediante la variacion con el dimmer. La lampara esta colocada a una distancia de 40 cm.
El luxémetro se coloca de tal forma que permita medir la cantidad de luxes que llegan

hasta donde esta ubicada la pieza.

Materiales o
z
Mesa de trabajo
Cable e

Ladmpara de 100W

Camara
Fondo negro

Luxémetro UT380 Series

Dimmer

Pieza de metal

0000600000

o

Figura 27. Entorno de trabajo.
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La variacién de iluminacién permite la obtencion de 1000, 1500 y 2000 Ix que son los que

se requieren para realizar las experimentaciones.

5.4.3 Captura de iméagenes

Para la captura de las imagenes se disefio un modulo que detecta los contornos de las
imagenes de las piezas metalicas con el filtro de Canny y posteriormente binarizar la
imagen para realizar el recorte mediante el algoritmo de Gauss, ya que permite filtrar el
ruido (diferentes contrastes entre pixeles, ruido proveniente de la cdmara) que se presente

en la imagen, a partir del uso de las camaras de 1.3 MP y de 8 MP.

En las imagenes tenues con escala de 1000 a 1500 luxes, se crea un filtro de tamafio 7 x 7
pixeles para la aplicacion de filtro Canny y obtener el valor de umbral de la imagen. Por
otro lado, con el fin de eliminar el ruido en la imagen y normalizarla a través del filtrado,

se utiliza el filtro de Gauss, también con tamafio de 7 x 7 pixeles.

Ademas del ruido filtrado con Canny y Gauss, también se considera como ruido a aquellos
elementos dentro de la imagen que no son parte del objeto de interés, por lo tanto, es
necesario extraer el objeto y descartar el resto de la imagen capturada, a traves de la

identificacion de los 4 bordes que la conforman: superior, inferior, izquierdo y derecho.

Para determinar cada uno de los bordes, se emplearon 4 matrices de tamafio 3x3 para
guardar las coordenadas (fila, columna) y un valor de control de cada borde: Una primera
matriz para guardar los valores del borde superior (todos los valores inicializados en 0),
otro para el borde inferior (todos los valores inicializados en 0) y otra matriz para guardar
el borde de lado izquierdo (valor 1y 2 inicializados en 0 mientras que el valor de control
inicializado en valor del ancho de la imagen). Para el caso del algoritmo sin PCA, se omite
la seccién de Algoritmo PCA, denotado por linea punteada y continua con la etapa de

entrenamiento. El proceso se muestra en la Figura 28.
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Figura 28. Algoritmo para captura y recorte de imagenes.
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A partir del algoritmo de captura y recorte de imagenes, el total de imagenes que se obtuvo
es de 1080, las cuales fueron obtenidas a partir de lo que se indica en Tabla 9-9, respecto
a las dos camaras puesto que se experimentd con dos ld&mparas una que proporciona luz
fria y otra luz calida, ademés se considera la division del dataset como 60 % de imagenes

para entrenamiento, 40 % para validacion.

Finalmente, la carpeta de entrenamiento tiene 6 clases: cuadrado, rectangulo, circulo,
rondana, clavo, tuerca. Cada una de las carpetas tiene 120 imagenes, destinadas para el
entrenamiento de la red neuronal convolucional (piezas regulares e irregulares, Tabla 9).

Para realizar la validacion (Tabla 10), se tomaron 360 iméagenes.

Tabla 9. Imagenes por pieza para entrenamiento

Rangos de iluminacion (Ix) Cantidad de imagenes por pieza

Cuadrado | Circulo | Rectangulo | Rondana | Clavo | Tuerca
2000 40 40 40 40 40 40
1500 40 40 40 40 40 40
1000 40 40 40 40 40 40
Total de imagenes: 720 120 120 120 120 120 120

Tabla 10. Imagenes por pieza para validacion

Rangos de iluminacion (Ix) Cantidad de imagenes por pieza

Cuadrado | Circulo | Rectangulo | Rondana | Clavo | Tuerca
2000 20 20 20 20 20 20
1500 20 20 20 20 20 20
1000 20 20 20 20 20 20
Total de imagenes: 360 60 60 60 60 60 60

Las imagenes al ser capturadas mediante las camaras de 1.3 MP y de 8 MP, tienen
caracteristicas diferentes de acuerdo con la relacidn aspecto, algunas imégenes tienen
tamafio de 340 x 220 pixeles, esto dificulta que la red neuronal analice las imagenes de
manera correcta, por lo tanto, es conveniente normalizar este tamafio a 150 x 150 pixeles
para redimensionar el tamafio de las imagenes y reducir la cantidad de datos de entrada a
la red neuronal. El algoritmo también determina qué iméagenes no necesitan el balance y
se siguen considerando como parte del dataset sin aplicarles balance de iluminacion, esto

evita que estén saturadas o con luminosidad alta (determinado por el célculo de los
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percentiles, ecuacion 1), entonces solamente se realiza el tratamiento de las iméagenes que

lo requieren.

¢ Percentile
de la imagen image
son mayores o iguales al
percentil
maximo?

Lectura de imagenes en
escala de grises

v

Generar histograma

El brillo es
suficiente

Eliminar percentiles fuera del
v rango maximo

Determinar el percentil l
maximo y minimo

Normaliza valores de imagen
entre 0 y 255 pixeles

v

Guardar imagen con ajuste de
brillo

Figura 29. Balance de iluminacion

5.4.4 Tratamiento de las imagenes

A las seis clases se les aplicé el algoritmo de Anélisis de Componentes Principales (PCA,
Figura 30). Empieza por la captura de la imagen, la obtencion del arreglo y posteriormente
aplicar la normalizaciéon de los pixeles, después se obtiene la matriz de covarianza y

finalmente una nueva proyeccion que es la graficacién de la imagen.

Algoritmo PCA e

’ Toma y captura de imagen | | Normalizacidn de pixeles ‘ ‘ Proyeccién
v v
| Obtencién del arreglo | ‘ Matriz de covarianza |

®

Figura 30. Pasos para el desarrollo del proceso de Analisis de Componentes
Principales.

75



Después de la obtencion del dataset y del tratamiento de las imagenes con el uso de PCA,

se utiliza el modelo de la red neuronal para realizar la clasificacion de las piezas metalicas.

5.4.5 Disefioy codificacion de la red neuronal

Para el desarrollo del presente trabajo se utiliza Python®, por ser un lenguaje
multiplataforma (Mac, Linux, Windows), que cuenta con librerias dedicadas, asi como
herramientas para el desarrollo de redes neuronales artificiales, incluidas las

convolucionales, ademas de ser un software libre.

Una de las versiones mas actuales de Python es la 3.X (haciendo referencia a la X a alguna
version como 6, 7, 8, 9), las cuales son las mas utilizas para desarrollo de proyectos de
inteligencia y vision artificial en la actualidad debido a la compatibilidad con las librerias

siguientes: TensorFlow, PyTorch, Keras.

De las tres librerias se destaca Keras (compatible con la version 3.6 de Python) que ofrece
la posibilidad de poder disefiar un modelo propio de la red neuronal artificial. Como gestor
de trabajo se utiliza Google Colab para trabajar con GPUs (Unidad de Procesamiento

Gréfico), con almacenamiento en la nube.

El esquema de la red neuronal convolucional se muestra en la Figura 31. Las etapas con
PCA pertenecen a las secciones indicadas con una flecha de color azul, mientras que las
etapas sin PCA se muestran con flechas de color rojo. El total de datos de entrada para la
red neuronal convolucional esta conformado por el conjunto de imagenes del dataset. El
tamafio de la matriz se obtiene a través de la funcion de Python train_test split, que
determina la division del dataset para entrenamiento y validacion, por lo tanto, se crea una
matriz de tamafio de 340 x 220 pixeles. En la red neuronal convolucional, los datos son
multiplicados por los pesos correspondientes y procesados en la capa oculta donde
intervienen los valores de experimentacion correspondientes al nimero de neuronas ya
sean 16, 32 o 64, luego, cada uno de los resultados se suman para conformar una sola

salida con la cual se identifica una clase.

Para que la red neuronal convolucional genere un resultado, debe recibir una sefial
producida con la funcion de activacion, en la RNC se utiliza Softmax. La funcion de

activacion Softmax va a generar la sumatoria de los resultados por datos dentro de un rango
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entre 0 y 1, de tal forma que todos los datos sumen 1 y posteriormente se calcula la
probabilidad que exista para pertenecer a una clase, correspondiendo a 0: rectangulo, 1:

cuadrado, 2: circulo, 3: rondana, 4: clavo, 5: tuerca.

Capa de entrada Capa oculta Capa de salida
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Figura 31. Red Neuronal Convolucional

5.4.6 Etapa de entrenamiento de la red neuronal

Se utilizan las librerias de TensorFlow y Keras para la red neuronal convolucional en el
lenguaje Python y en cuanto a la ejecucion del codigo se utiliza Google Colab; asi como
también Numpy para realizar operaciones con arreglos, Os para leer los directorios de las

imagenes y Matplotlib para graficar.
La red neuronal convolucional (Figura 32) cuenta con los parametros:

Capa de entrada: se realiza el pre-procesamiento de la imagen para la entrada de datos de
la red neuronal convolucional. Se reciben las imagenes de un tamafio de 150 x150 pixeles
con solo una dimensién de profundidad, debido a que se encuentran en escala de grises.
Durante esta etapa se realiza la rotacion y un muestreo de la imagen se obtienen
fragmentos o secciones de la imagen original, con el fin de obtener de una imagen varias
otras en diferentes posiciones considerando las posibles variaciones de las que se puede

encontrar al momento de realizar el reconocimiento de las piezas.
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Se establece el proceso secuencial para la red neuronal y a continuacion se definen los
pardmetros para las capas. En la capa de entrada se recibe el tamafio de cada una de las
imagenes que es 150 x 150 pixeles, se definen cuatro neuronas mediante una matriz de
tamafio 3x3 pixeles. Se realiza el proceso de desconexién (dropout = 0.5) con un 50 % y
para filtrar las caracteristicas de las imagenes se utiliza MaxPooling, para que a través de
filtros mas pequefios de tamafio 2x2 pixeles se vaya recorriendo la imagen, recabando asi

una nueva matriz.

Capa para extraer caracteristicas: al conjunto de imagenes recibidas en la capa de entrada
se les aplica un proceso de filtrado, para obtener diferentes tamafios y secciones de la
imagen, para descomponerla en otras imagenes. EIl primer paso es obtener la matriz de
covarianza para poder realizar el calculo de Eigenvalores y Eigenvectores que sirve para
obtener la varianza de cada uno de los componentes de la imagen, por lo tanto, si no se
obtienen no se podra calcular la varianza la cual contiene el valor promedio y las
diferencias entre cada componente, estimando el valor para poder proyectar las imagenes
con otra dimension mas pequefia a la de entrada que era de 784 componentes. Después se
definen la cantidad de neuronas (16, 32 0 64), tamafio de filtro (4 x 4 pixeles) y funcion
de activacién (Softmax). Se realiza nuevamente MaxPooling para filtrar la imagen

nuevamente y se genera otra imagen.

Finalmente, en la capa de salida se colocan los pardmetros donde se reciben las neuronas
(25 que recibieron inicialmente), funcion de activacion Rectified Lineal Unit (ReLu),
Dropout del 50 % y se determina cuantas clases se van a generar al final. Se emplean dos
funciones de activacion porque cada una de las capas debe contenerla para poder realizar

el procesamiento de la imagen y finalmente la clasificacion.

Con las caracteristicas de la capa de entrada, capa oculta y capa de salida, se realiza el
entrenamiento de la red neuronal y para comprobar el funcionamiento de la red, se utilizan
las imagenes de validacion para clasificarlas y evaluar los resultados a través de la matriz

de confusion.

Para el caso de la red neuronal convolucional, se omiten los pasos que se indican en el
diagrama con linea punteada, que corresponden a: crear matriz de covarianza, generar lista

de Eigenvalores y Eigenvectores, sumar Eigenvalores, calcular varianza acumulada y
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varianza explicada, aplicar algoritmo PCA. Los parametros que no se omiten son los

mismos en ambos casos.

I Leer directorio de imagenes |

| Almacenar imagenes en lista |

Almacenar etiquetas en
arreglos x, y

l Obtener clases unicas |

.

Redimensionar matriz a

Eigenvalores y

[ Generar listade "

.............................

‘' acumulada y varianza
explicada

 Aplicar algoritmo PCA |

Ingresar datos a capa de
entrada

Procesar valor con capa
oculta

|

Procesar datos con capa
de salida

|

780x720 pixeles

'

Distribuir imagenes en
entrenamiento y validacién

Generar datos de
clasifiacion

’ Seleccionar
parémetrcis de CNN
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¥
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¥ de CNN
Normalizar imagenes | Guardar como Modelo.h5
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Estandarizar imagenes ‘ Asignat pesos ‘ pescis‘ hS
Transformar datos aleatorios Cargar archivos modelo y ‘
L pesos
C """"""" T ¢ | Inicializar capas de la 2
. Crear matriz de covarianza CNN ‘ Validacion ‘
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Figura 32. Proceso de entrenamiento de la Red Neuronal Convolucional con y sin PCA

5.4.7 Etapa de validacion de Red Neuronal Convolucional
Para validar los datos de la red neuronal se utilizaron las librerias sklearn.metrics, que
proporciona la herramienta necesaria para mediar la clasificacion de las imagenes a través

de la matriz de confusion (Figura 33).

Primero se leen las etiquetas de entrenamiento y de validacion para almacenarlas en un
respectivo arreglo y obtener la cantidad de etiquetas para saber si se han comparado los
datos de ambos arreglos. El resultado de la comparacidn puede catalogarse en algin caso
siguiente, ya sea en FN (Falsos negativos) que ocurre cuando el resultado real es positivo
y la prediccidn es negativa, FP (Falsos Positivos) si la prediccion es negativa y el resultado
es positivo, VN (Verdaderos Negativos) cuando el valor real y la prediccién son negativos;

en cada caso se almacena el valor obtenido. Si el valor real y la prediccién son positivos,
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se trata de un VP (Verdadero Positivo) y de igual manera se almacena el valor en una

variable.

Después se obtiene el total de cada una de las variables generadas, pues con los resultados

se van a poder calcular las métricas a traves del uso de la libreria de sklearn.metrics.

Mediante classification_report, se crean los resultados correspondientes a sensibilidad,

precision, exactitud y F1.

Visualmente se muestran las clasificaciones de acuerdo con las clases utilizadas en una

matriz que tiene la distribucion de los puntajes de las etiquetas, de esta manera, se pueden

evaluar de mejor manera los datos clasificados.

| Obtener etiquetas |

!

etiquetas_entrenamiento[]
etiquetas_validacion[]

longitud de etiquetas
i=0

®

Incrementa
contador de falso

negativo

tiquetas_entrenamientd
en la posicion [i] es igual a lo
que hay en etiquetas_val en
la posicon [i]?

¢ Es un falso
positivo?

Incrementa
contador de falso

positivo

A 4

¢Esun

verdadero

egativo?

Incrementa
contador de
verdadero negativo

[
<

Matriz de
confusion

no

Incrementa
contador de
verdadero positivo

| Incrementa i

A

X

i ¥

¢iesigual a la longitud
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Figura 33. Proceso para matriz de confusién
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Finalmente, el desarrollo de la red neuronal realizada en Python, al igual que las imagenes
que se utilizaron para el entrenamiento y validacion se encuentran el repositorio de GitHub
del siguiente enlace https://github.com/MayraMateoO/Clasificacion-de-piezas-met-licas-
CNN-PCA.

5.4.8 Desarrollo de interfaz para el manejo del sistema
El sistema clasifica las piezas metalicas regulares: circulo, rectangulo, cuadrado y rondana

e irregulares: clavo y tuerca.

Para que el usuario pueda utilizar los archivos de la red neuronal convolucional con PCA
realizada en Google Colab de manera local, se crean dos archivos, uno corresponde a

pesos y el otro a la CNN, ambos con una extension “.h5”.

Se cargan los archivos de pesos y de la red neuronal con extension “.45 ” mediante Python
de manera local para hacer uso de la clasificacion con la red neuronal con PCA. Para que
el usuario pueda utilizar el sistema, se realiza una interfaz con dos funciones principales,
una para clasificar las piezas metalicas en tiempo real y otra funcion para clasificar
imagenes que se encuentren almacenadas en carpeta. Los formularios que se utilizan para

la interfaz se muestran en el diagrama entidad relacion de la Figura 34:

Alta_Usuario ! | Menu ‘ .
_ _ | Clasificacion general
PK |Usuario_ID PK |Usuario_ID T —
i . PK |Num clasificacion
Nombre usuafio Clasificacion_general )
. ) Usuario 1D
Password_usuario Clasificar_en_tiempo_real o
L ver_resultado_clasificacion

Guardar_usuario I
guardar_clasificacion

consulta_num_clasificacion
elimina_num_clasificacion
clasificar_en_tiempo_real

= Clasificar en tiempo real |
PK |Usuario_ID
capturar_imagen
activar_clasificador
guardar_imagen
eliminar_imagen

Figura 34. Diagrama entidad relacion de la interfaz del sistema.

De acuerdo con el disefio de los formularios, se presentan los diagramas de magquetacion
Figura 35-38:
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La Figura 35 corresponde a la ventana de inicio. Se muestra el esquema de cémo estan
colocados los logos, banner, botones, la imagen y el titulo de inicio.

1360 pixeles

—————— Menubar —
- . . . v " N
Inicio | Registro de usuario | Ingresar como usuario | Salir |
e

Banner- colores de la universidad 1360x87 pixeles

Fondo blanco

Logo de la Logo del

270 pixeles Centro
Universidad . -
Universitario
316x97 pixeles 120x120 pixeles
690 pixeles
Clasificacion
90 pixeles de imagenes Imagen
f
Titulo

Figura 35. Diagrama de maquetacién de inicio

Para acceder al sistema, el usuario debe registrarse para verificar quienes tienen acceso al
sistema, por lo tanto, en la Figura 36 se muestra el esquema para el registro del usuario.
Se colocaron dos cajas con la funcion “entry” de Python para introducir el contenido. Una
vez colocado el contenido, solo letras para el nombre y solo nimeros para la contrasefia,

se guarda el registro con el botén de Guardar Registro.

1360 pixeles
) — Menubar

L ) —
InlchReglstm de usuano]lngresar como usuario I Salir |
-

Banner- colores de la universidad 1360x87 pixeles

Fondo blanco
[Registro de nuevo usuario]

Logo del
Centro
Univen;sitario

Logo de la
Universidad

Titul )
tulo Ingresa nombre de usuario
Y

316x97 pixeles v I_ l
690 pixeles 410x450 pixeles
Ingresa contrasefia

120x120 pixeles

410x450 pixeles

.
Guardar Registro
v

310x400 pixeles

Figura 36. Diagrama de maquetacion de Registro de nuevo usuario
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La Figura 37 corresponde al menu para ingresar como usuario al sistema. Se colocaron
dos cajas con la funcion “entry” de Python para introducir el contenido, para después

presionar el boton de “Ingresar”.

1360 pixeles
- »

“ — — — ———— Menubar
Inicio[Registro de usuario ]Ingresar como usuario ] Salir I
-

Banner- colores de la universidad 1360x87 pixeles I

Fondo blanco
| Acceso al sistema |

Logo del
Centro

Logo de la
Universidad

Titulo Universitario
Ingresa tu nombre
Il |
316x97 pixeles v - 120x120 pixeles
690 pixeles 410x450 pixeles
Ingresa contrasena

410x450 pixeles

e —

Ingresar

310x400 pixeles

Figura 37.Diagrama de maquetacion de Acceso al sistema.

El esquema que hace referencia a las funciones del sistema se muestra en la Figura
38, las cuales son dos botones, clasificar en tiempo real y clasificar total de
imagenes contenidas en carpeta.

1360 pixeles

. ———— Menubar -
. * 5 - 3 . SN
Inicio | Registro de usuario | Ingresar como usuario | Salir |
<

n
Banner- colores de la universidad 1360x87 pixeles I

Fondo blanco Logo del

Centro
Universitario

Logo de la ‘

Selecciona una opcién |

Universidad

T
Titulo
) 316x97 pixeles 120x120 pixeles

690 pixeles s .
Clasificaren Clasificar total
tiempo real de imagenes

v v

- > B —

250x200 pixeles 250x200 pixeles

Figura 38. Diagrama de maquetacién de funciones para el sistema.
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El diagrama de la posicion de los elementos del resultado de clasificacién se muestra en

la Figura 39.
1360 pixeles
_ - Menubar )
s T i P . -F
|n|C|0]'Reg|str0 de usuario Ilngresarcomo usuario | Salir [
Banner- colores de la universidad 1360x87 pixeles
Fondo bl
L del oneo et Logo del
ogodela ‘ Resultados de clasificacion Centro
Universidad T . o
Universitario
+ Titulo 4
316x97 pixeles t .
|
690 pixeles 120x120 pixeles

v

800x480 pixeles
Area de texto para porcentajes de métricas

-

1124x580 pixeles
Area para colocar matriz de confusién

Figura 39.Diagrama de maquetacion de los resultados clasificacion con matriz de
confusion.

Los resultados de clasificacion de cada una de las imagenes contenidas en carpeta se
colocaron de acuerdo con el diagrama mostrado en Figura 40. El area para mostrar
imagenes sirve para desplegar todas las iméagenes que se encuentren en carpeta, junto con

la etiqueta proporcionada por el sistema de clasificacion.

1360 pixeles

. —— Menubar —
T T - =
Inicio | Registro de usuario | Ingresar como usuario | Salir |
2

Banner- colores de la universidad 1360x87 pixeles

Logo de la

Universidad
-

Logo del
Centro
Universitario

316x97 pixeles 120x120 pixeles

690 pixeles, 150 x 150 pixeles

Etiqueta de la prediccion

Area para mostrar las imagenes y la etiqueta de clasificacion

Figura 40. Diagrama de los resultados de clasificacion de imagenes contenidas en
carpeta.
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Para representar el comportamiento del sistema, se presenta la Figura 41, que implica la
representacion del escenario de la interaccion entre el usuario y el sistema, ademas de los

mensajes que se generan al momento de dar clic en algin botdn.

Se tienen tres formularios con las funciones que generan eventos, los cuales son registro
de usuario, ingresar como usuario y acceso a usuario. El primer paso que realiza el usuario
es la realizacion del registro a través de ingresar un usuario y contrasefia, de los cuales el
nombre no debe contener nimeros y la contrasefia no debe tener letras, de lo contrario se
le envia el mensaje al usuario de que se genera un error. Cuando el usuario ingrese los
datos de manera correcta entonces se despliega un mensaje en pantalla con la informacién
que se almaceno, posteriormente, con esos datos ingresa al siguiente formulario que es el
de ingreso como usuario, donde va a colocar el usuario y contrasefia, si no es correcto, se
despliega el mensaje de que no existe el usuario, en caso de acceder con los datos, se abre
otro formulario que tiene las funciones del sistema, sin embargo, se muestra un mensaje
para que el usuario verifique la cAmara este conectada para que el sistema funcione de

manera adecuada.

El formulario contiene la funcion de clasificar las piezas metalicas en tiempo real, donde
a las imagenes se les aplica un pretratamiento mediante PCA para luego etiquetarlas
conforme se coloquen debajo de la lente de la camara, el nombre de la figura aparecera en

pantalla, después de haber realizado la clasificacion con la Red Neuronal Convolucional.

Para la opcion de clasificar las imagenes que estén almacenadas en carpeta, las imagenes
reciben un pretratamiento con PCA y posteriormente se muestra una imagen con todas las
imagenes disponibles en la carpeta con su respectiva etiqueta de clasificacion, ademas, se
tiene la opcidn de generar datos estadisticos, los cuales se generan a partir de la creacién
de la matriz de confusion que tiene origen de la Red Neuronal Convolucional, donde, al
presionar el boton se despliega un mensaje y finalmente como resultado se muestra un
nuevo formulario con la matriz de confusién y los datos de las métricas obtenidas en

porcentajes.
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Figura 41. Diagrama de secuencias del sistema de clasificacion de piezas metéalicas.
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6 RESULTADOS Y DISCUSION
Para realizar la experimentacion se adecudé el entorno de trabajo para colocar los

componentes que se especifica en la Figura 27 de la seccion de método. El resultado de la

adecuacion se presenta en la Figura 42:

Figura 42. Disefio del entorno de trabajo real. Los elementos de la imagen son: 1.-Mesa
de trabajo, 2.- Lamparas de 100W, 3.- Camara, 4.- Fondo negro, 5.- Luxémetro UT380
Series, 6.- Dimmer, 7.- Pieza de metal, 8.- Computadora donde se aloja el sistema y se
conecta la camara USB.

Posteriormente, mediante el entorno de trabajo se realizé la captura de las imagenes de las
piezas metalicas para después normalizarlas y que tengan el mismo tamafio de 150 x 150

pixeles, tal como se indica en la seccion de normalizacion de iméagenes.

6.1 Normalizacién de imagenes
Al obtener las imagenes con la cdmara de 1.3 MP, se obtienen dimensiones de 300 x 200

pixeles y con la camara de 8 MP se obtienen imagenes capturadas con 300 x 200 pixeles
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y 400x480, por lo tanto, se normaliza el tamafio de la imagen a 150 x 150 pixeles, ademas,
es conveniente reducir la carga de procesamiento de la red neuronal al analizar imagenes,
y realizar el proceso para redimensionar las imagenes que comienza con la verificacién
de que las dimensiones alto y ancho sean distintas, puesto que en ocasiones existen
dimensiones del mismo tamafio ya sea en ancho, alto o ambas debido a la forma de la
figura, tal es el caso de la figura del cuadrado, circulo y rondana. El proceso de recorte se
indica en el diagrama de la Figura 28, con el cual, se procesan imagenes como en el caso
de la Figura 43, a. Luego se obtiene el recorte de la imagen de interés (Figura 43, b). Como
la imagen resultante no tiene el tamafio de 150 x 150 pixeles, se crea una mascara de color
negro y se pega la imagen encima (Figura 43, c). El resultado del proceso se indica en la
Figura 43, d.

a) b) c) d)

Resultado de colocar la
imagen de la resta en la
mascara de color negro en
tamafio de 150x150 pixeles

Imagen original de Resultado de la resta del Resultado de la mascara
400x 480 pixeles ancho y altode laimagen en color negro

Figura 43. Proceso de redimensionamiento.

Debido a las diferentes exposiciones de niveles de iluminacion algunas de las imagenes
obtenidas se muestran opacas, esto puede representar un problema ya que los contornos
pueden ser confundidos con el fondo. Para mejorar el brillo de manera automatica y lograr
que se definan los contornos de las figuras, se utiliza el proceso de balance de iluminacion,
expuesto en el método de la Figura 29. Un ejemplo de las piezas que presentd opacidad
fue el circulo (Figura 44 a), la cual esta redimensionada a 150 x 150 pixeles, el resultado

al aplicar el balance de iluminacién se presenta en la Figura 44 b).
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Figura 44. Resultados del balance de iluminacién con la imagen del circulo a 1500 Ix

El histograma de Figura 44 a), se visualiza en la Figura 44 b), la distribucion de los pixeles
cuando se acercan al valor de O indica ausencia de luz, mientras que para 255 son
intensidades mas luminosas. Se observan dos regiones, una que va de 25 a 40 en escala de
grises con frecuencia de 1600 pixeles como maximo, y otra con un intervalo mas amplio

(140 a 245 en escala de grises) con cantidades variantes de pixeles que no superan los 800.

Por otra parte, en el histograma de la Figura 44 d), la distribucion de los pixeles se agrupa
en dos conjuntos, un primer conjunto comienza en 25 hasta 40 en escala de grises, puesto
que representa valores oscuros, con una amplitud maxima de 2600 pixeles, mientras que
el segundo conjunto comienza en 95 hasta 225 en escala de grises, representando las zonas
con mayor iluminacion, lo que quiere decir que la imagen resultante Figura 44 d) presenta
un color de fondo negro mas definido al igual que en los pixeles que aportan mayor
intensidad luminosa que refleja la superficie del objeto y que en comparacion de la figura
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del inciso a), las tonalidades son mas oscuras teniendo una frecuencia de pixeles menor a

800 para el caso del segundo conjunto.

La segunda etapa de la normalizacion consiste en calcular el promedio de los valores de
iluminacion de los pixeles de cada una de las imagenes para obtener el balance de la
iluminacion, en este caso el valor de iluminacion promedio obtenido mediante pruebas
fue de 100. Entonces se evallan todas las imagenes y aquellas que estén por debajo del
promedio se les aplica el algoritmo. En la Figura 45-44 se aprecian ejemplos de los
resultados obtenidos del balance de iluminacion en las imagenes de las piezas metalicas
expuestas a diferentes niveles de iluminacion. Uno de los resultados mas notorios se
presenta en la figura circulo de 1000 Ix (indicado con un rectangulo rojo en Figura 45-44),
porque se muestra mas oscura debido a la posicion en la que se colocé la pieza para
capturar la fotografia; en la imagen resultante (indicada como balance de iluminacién) se
identifica el contorno de la pieza, caracteristica que ayuda a definir de qué pieza metalica
se trata. Las piezas que ocasionan falsos positivos o negativos fueron el rectangulo y el
circulo. En el caso del rectangulo se debe a que el color de la pieza original es de un tono
dorado y al momento de exponerla a luz célida se pierden los bordes de la pieza en el tono
de fondo, como es en el caso de 2000 Ix. Respecto al circulo, la tonalidad del fondo se
asemeja al de la pieza y hace que el borde del circulo se integre como parte de la pieza.
En el caso de la rondana, cuadrado, tuerca y clavo, se identifican los bordes de manera

adecuada.

1500

2000

Figura 45. Muestra de balance de iluminacion con luz calida en iméagenes de 1.3 MP en
cada nivel de iluminacién (1).
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Figuras irregulares

Rango de Original Balance de Original Balance de
iluminacion(lx) iluminacién
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Figura 46. Muestra de balance de iluminacion con luz calida en imagenes de 1.3 MP en
cada nivel de iluminacién (2).

1500

Para los siguientes casos de exposicion de luz fria y calida, se presentan las imagenes mas
representativas por provocar mayor cantidad de falsos positivos y negativos. En el caso
de las imagenes de 1.3 MP con iluminacion fria (Figura 47) son, el rectangulo porque el
color de fondo tiene una tonalidad parecida a la de la pieza original en los tres niveles de
iluminacién, lo que hace dificil la distincion entre los contornos de la pieza original con
el fondo. Otro ejemplo de las piezas es la tuerca porque tiene una profundidad en sus
dimensiones haciéndola una pieza en 3D, esto ocasiona que no se ilumine de manera
uniforme y que solo resalte un area de la pieza haciendo que se pierda con la tonalidad de
fondo y generando una mayor iluminacién como es en el caso de 2000 Ix. Ademas, al
aplicar luz fria, las piezas toman una tonalidad blanca por lo tanto reflejan la luz que
incide, tomando una intensidad luminosa superior a la que deberia tener la pieza metalica

en la superficie, esto ocasiona que no se identifiqguen de manera correcta.
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Figura 47. Balance de iluminacion en imégenes de 1.3 MP con iluminacion fria.

Para las iméagenes de 8 MP con iluminacion fria y calida, se ven con intensidad luminosa
superior en ambos casos, incluso se nota la diferencia de la tonalidad del fondo y de la
pieza. En el caso de las imagenes con iluminacion célida, las iméagenes se ven suavizadas
con 1000 y 2000 Ix, lo que provocaria que no se clasifiquen correctamente y existan mas
caso de verdaderos y falsos positivos. Las iméagenes con iluminacion fria reflejan en mayor
cantidad la luz respecto a la superficie del objeto, dificultando la distincién entre el fondo
y el borde la imagen. Se puede concluir que la luz calida proporcién una tonalidad opaca
a diferencia de la iluminacion fria, donde el fondo y la pieza se muestran con mayor

intensidad luminosa.
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Figura 48. Balance de iluminacion en imagenes de 8 MP a) iluminacion calida, b)
iluminacion fria.

Por lo tanto, las imégenes a utilizar son las capturadas con la camara de 1.3 MP con
iluminacién célida porque aporta un mejor contraste entre la pieza y el fondo, lo que

permite la identificacion del borde.
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Después de la normalizacion de imagenes se divide el dataset para entrenamiento (60 %)
y validacion (40 %). Los datos de entrada para la red neuronal hasta este punto son de una
matriz de tamafio 648 x 432 que corresponde a la cantidad de imagenes de entrenamiento
y validacion. El tamafio de la matriz es igual a la cantidad de componentes y se procede a

realizar el pretratamiento de imagenes con PCA para reducir la cantidad de componentes.

6.2 Pretratamiento de imagenes con PCA

El algoritmo de PCA se aplica a todas las iméagenes y se obtiene el total de componentes
que es de 480, sin embargo, es conveniente analizar los valores menores a 50 componentes
(Figura 49). Por cada uno de los componentes se obtiene una varianza acumulada
mediante la ecuacion (4), sin embargo, en Python, se utiliza la sentencia “cov_matrix =
np.matmul (standardized_data.T, standardized_data)", de la libreria de scikit-learn, la
cual indica la cantidad de informacion para graficar una imagen. Para saber cual es la
cantidad adecuada para reconstruir las imagenes, se utilizaron 2, 4, 10, 25, 37 y 50
componentes para evaluar la cantidad de exactitud que genera en la red neuronal

convolucional mediante las pruebas de validacion.

La varianza acumulada para los componentes seleccionados se visualiza en la Figura 49 ,
el valor minimo se tiene con 2 componentes con 46.05 % de varianza y como maximo se
tienen en 50 componentes con 97.25 % de varianza. El valor del 100 % de varianza
acumulada se obtiene a partir del valor de 75 componentes, sin embargo, el valor mas
cercano fue de 50 componentes, la cual es una cantidad menor para considerar, ya que uno
de los objetivos es evaluar la menor cantidad de componentes. Para reducir carga
computacional en la RNC se requiere graficar con la menor cantidad de componentes sin

diferir significativamente la imagen resultante de la original.
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Figura 49. Varianza acumulada de los componentes PCA

Al realizar las pruebas con la red neuronal convolucional, se ejecutaron 10 iteraciones con
50 épocas. Para analizar la distribucion de los datos respecto al valor promedio de los
datos y determinar si existe algun tipo de sesgado, ya sea a la izquierda, derecha o

distribucion normal, se utiliza un grafico de cajas y bigotes.

Para todos los casos presentados, un sesgado a la izquierda indica que existe una mayor
dispersion de los valores hacia valores bajos (0 %) y que se obtiene una exactitud minima,
por lo tanto, este tipo de dispersion se analiza de acuerdo con el valor minimo que alcance.
Existe un sesgado a la izquierda cuando la distribucion de los valores se aproxima al valor
mas alto (100 %). Se identifica el color morado que corresponde al cuartil 3 (Q3) que
representa el 75 % de la distribucion de los valores, en caso de “x” representa la media, el

color verde indica el cuartil 1 (Q1) que es el 25 % de la distribucion de los valores.

Por cada una de las iteraciones se obtuvieron los resultados de acuerdo con las métricas
de exactitud, sensibilidad, precisién y F1. Dentro de los parametros de la red neuronal
convolucional (nivel de iluminacion, optimizador, nUmero de componentes PCA), se
sustituye el valor de nimero de componentes PCA, primero por 2 componentes, los

resultados se graficaron en la Figura 50.

Para la métrica de exactitud se obtuvo el valor promedio de las 10 iteraciones que
corresponde al 76.49 % como valor de tendencia central. Esto indica que las 10 iteraciones
se acercan al valor promedio de exactitud, haciendo mas probable que las iteraciones

siguientes obtengan un valor de exactitud aproximado.
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Para la métrica de sensibilidad, el producto del céalculo del promedio de 10 iteraciones
corresponde al 76.86 %, indicando que es el porcentaje de la capacidad de la red neuronal

convolucional para detectar imagenes de manera correcta.

El resultado del promedio de las 10 iteraciones respecto a la métrica de precision es del
75.50 %, las cuales muestran un sesgado a la izquierda, porque los valores que van desde
la media, se despliegan hacia valores cercanos al 60 % de exactitud, existiendo mayor
dispersion de datos, ademéas se observa un comportamiento inestable porque el valor
promedio (linea azul) varia en las iteraciones presentadas, identificando también la
dispersidn de los valores con longitudes de bigotes de diferente tamafio, lo cual indica que
es mas probable que se obtengan resultados de clasificacion por debajo del valor promedio

de la precision.

En el caso de la métrica F1, el porcentaje promedio de las 10 iteraciones corresponde a
76.18 %. Evalua la relacién entre precision y sensibilidad e indica el valor promedio
ponderado de las dos métricas. Con el uso de dos componentes no existen datos atipicos,
porque no existen puntos fuera de los bigotes, ni tampoco en los rangos limites que van

del 40 % (valor minimo) hasta el 100 % (valor maximo).
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Figura 50. Iteraciones con 2 componentes.

Posteriormente, los resultados con 4 componentes se ilustran en Figura 51. Para la métrica
de exactitud, los datos tienen un sesgado a la izquierda, es decir, que, los resultados tienen
mayor distribucion hacia valores bajos a partir del valor promedio que es del 76.71 %,

implicando que existen mayor cantidad de datos en comparacion de valores que superen
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el promedio de exactitud. Respecto a la métrica de sensibilidad, se obtuvo el promedio
de las 10 iteraciones, resultando el 78.42 %; sin embargo, a partir de la iteracion 6, el
promedio fue disminuyendo, hasta la iteracion 10 con un valor del 73 % de sensibilidad,
con un sesgado a la izquierda, asi que, es mas probable que las siguientes iteraciones se

encuentren en un rango del 85 % hasta un valor minimo del 63 %.

El porcentaje promedio para la precision es del 75.50 %. Al analizar el comportamiento
de las iteraciones para el valor del cuartil 2 se encuentra en el 78 %, en el caso de la
iteracion tres, mientras que en la siguiente iteracion es del 77 %, después vuelve a subir y
por consiguiente, el comportamiento se repite para las demas iteraciones siguientes. Lo
anterior indica una inestabilidad en los porcentajes resultantes, por lo tanto, tendra un
promedio del 75.50 %.

Mientras que para la métrica F1 se obtuvo el 76.96 % del promedio de las 10 iteraciones.
También existe una inestabilidad, lo cual indica que mientras se tenga un porcentaje de
sensibilidad alto y un porcentaje de precision bajo, la red neuronal convolucional detecta
la clase, pero es poco confiable (porcentaje de la precision) en las clasificaciones

realizadas.

De acuerdo con la capacidad de la red neuronal convolucional, solo clasificara el total de
imagenes en un 76.71 %, pero la similitud de las imagenes a las que proceden de las clases
sera del 75.50 %, entonces al tener un porcentaje bajo indica que dejara pasar mayor
cantidad de falsos negativos y positivos en un 25 %, lo que hace poco confiable el uso de

la red neuronal convolucional.
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Figura 51. Entrenamiento con 4 componentes.

En la Figura 52 (uso de 10 componentes), el promedio las 10 iteraciones para la exactitud
es del 81.09 %, sin embargo, la dispersion de los datos disminuyd, entonandose como
limite el valor minimo del 70 %, por lo tanto, los valores se encuentran mas concentrados
entre el cuartil 1, 2 y 3; también muestra estabilidad para las iteraciones 9y 10. Esto indica
que es mas probable obtener el 81.09 % de exactitud por cada diez iteraciones. En el caso
de la sensibilidad, el porcentaje es del 80.53 %, sin embargo, los datos se encuentran
dispersos, donde, las iteraciones 4,5,6 y 9, muestran un sesgado a la izquierda, asi que es
poco probable que la red neuronal identifique las clases de manera correcta. En el caso de
la precision, se obtuvo el promedio del 79.65 %, donde las diez iteraciones tienen un
sesgado a la izquierda, lo cual hace que la clasificacion realizada con la red neuronal no
sea confiable o que deje pasar falsos positivos y falsos negativos. Para la métrica F1
corresponde el resultado del promedio de 10 iteraciones con el 80.09 %. Es importante
sefialar que los datos tienen un sesgado hacia la izquierda, es decir, hay mayor cantidad
de datos que son menores al promedio, lo que ocasiona que la red neuronal identifique las

clases, pero con poca confianza, equivalente al porcentaje de la precision.

Por ejemplo, si se tuvieran 120 imagenes, solo el 81.09 % sera clasificado de manera
acertada, que corresponde a 97 imagenes, pero con un 79.65 % de similitud a las imagenes
originales, lo que origina mayor probabilidad de obtener falsos positivos y negativos con

el porcentaje restante del 18.91 % para clasificar.

97



10 componentes

Lo Exactitud Sensibilidad Precision F1

90% 11— T ¥ T
F 80% | R A =
-%,o%llTLIi%ll%%i%l I T T
| I 1 NN
5 6% 1 ]

50%

40%

Iteracion

Figura 52.Entrenamiento con 10 componentes.

En las pruebas realizadas con 25 componentes (Figura 53) disminuyd la dispersion de los
datos, obteniendo los siguientes promedios de las 10 iteraciones; exactitud 95.7 %,
sensibilidad 95.22 %, precision 95.80 %, F1 95.50 %, con valores altos de precision y de
sensibilidad, indicando que la red neuronal identifica correctamente las clases y que
ademas es confiable en las predicciones que realiza. Lo anterior indica que el uso de 25
componentes es adecuado de acuerdo con los porcentajes obtenidos durante las 10
iteraciones, ademas, la estabilidad de los resultados en exactitud indica que se tendran
promedios cercanos al 95.7 %, lo que quiere decir que, por 120 imagenes a clasificar, solo
el 5 % sera clasificado de manera incorrecta, que equivale a seis imagenes

aproximadamente, consideradas como falsos positivos o falsos negativos.
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Figura 53.Entrenamiento con 25 componentes.

El uso de 37 componentes se ilustra en la Figura 54, donde el promedio de las 10

iteraciones corresponde a: exactitud 90.22 %, sensibilidad 88.58 %, precision 85.45 % y
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F1 87.02 %. A pesar de que el valor de la exactitud es alto, el promedio de sensibilidad,
precision y F1, bajan, incluso, en iteraciones como en el caso de la exactitud, se muestra
un sesgado a la izquierda, con valores minimos hasta el 85 %. En la sensibilidad existen
valores mas bajos que alcanzan el 73 % que indica mayor dispersion de datos. En la
precision, los datos son dispersos, lo que indica que no identifica de manera correcta las
imégenes y que solo el 85.58 % de que las imagenes sean similares a las reales, pero solo
acertara el 90.22 % de imagenes correctas. Para la métrica F1, los valores de sensibilidad
y precision indican que la red neuronal tiene la capacidad de detectar la clase

correctamente y que tiene una confianza equivalente al 87.02 %.
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Figura 54.Entrenamiento con 37 componentes.

Los promedios que corresponden a la Figura 55 son: exactitud 83.20 %, sensibilidad 83.20
%, precision 83.20 %, F1 83.20 %. Para las métricas de sensibilidad, precision F1, los
datos estan estables, alrededor del 83.20 %, sin embargo, la métrica de exactitud tiene
mayor inestabilidad en las iteraciones, mostrando un sesgado a la izquierda, asi que es
mas probable que se obtengan valores respecto al valor promedio y que solo en 2 de cada
10 iteraciones se alcancen porcentajes del 90 %. Por ejemplo, en caso de la iteracién 4,
con la precision se obtiene el 90 %, pero en sensibilidad se obtiene el 81 %, precision 80
%, F1 80 %, lo que indica que, a mayor precision, es menor la cantidad de clases a detectar
y menor la confianza obtenida de la RNC y mientras se tengan valores promedio del 83
%, los valores de las métricas se van a conservar entre esos valores, lo cual indica que la

red neuronal convolucional tenga mayor cantidad de verdaderos positivos y negativos.
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Figura 55. Entrenamiento con 50 componentes.

De los resultados obtenidos, para el uso de componentes menores a 25, se obtienen
porcentajes por debajo del 80 % de exactitud, sin embargo, con el uso de 25 componentes
generan mejores resultados de exactitud 95.7 %, sensibilidad 95.22 %, precision 95.80 %,
F1 95.50 %, descartando asi el uso de 37 componentes, puesto que los datos estan

concentrados y dispersos lo que hace que el porcentaje sea bajo para todas las métricas.

En la Figura 56, se analiza por cada componente el valor de la exactitud, ya que es la
métrica de interés en este trabajo, sin embargo, en el apartado de validacion se analizan
las métricas de precision, F1y sensibilidad. El eje x representa los valores de componentes
evaluados y el eje y representa el porcentaje, que corresponde a la gréfica de exactitud que
se obtuvo por cada uno de los componentes. El porcentaje minimo en la gréafica es para el
uso de 2 componentes con 76.49 % y el porcentaje mas alto es de 95.75 % con 25
componentes. Por lo tanto, el uso de componentes 2, 4 y 10 no son adecuados porque se
obtienen porcentajes menores al 90 %. Para componentes mayores a 25, por lo menos
con 37 componentes se obtiene el 90.22 % de exactitud, sin embargo, durante las pruebas
con 37 componentes, los resultados de los datos tuvieron una desviacién estandar del 6.32
% (Tabla 11) a partir del promedio de los datos que es del 90.22 %. En el caso de 25
componentes, le corresponde un promedio del 95.75 %, con una desviacion estandar del
2.4 %, lo que demuestra que los datos estan menos dispersos y es mas probable obtener

promedio de clasificacion cercanos el 95.75 % de exactitud.
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Figura 56. Promedio de las métricas de 2, 4, 10, 25, 37 y 50 componentes.

La desviacion estdndar por cada componente se muestra en la Tabla 11. El menor
porcentaje de desviacion estandar corresponde a 25 componentes con 2.40 %, lo cual
indica que es méas probable que los resultados de exactitud se concentren de acuerdo con
el valor promedio obtenido, mientras que la desviacion estandar con porcentaje mas alto
es para 37 y 50 componentes, puesto que la desviacion estandar aumenta, causando que

los resultados generados sean poco confiables por la dispersion de los datos.

Tabla 11. Desviacion estandar de la exactitud obtenida por cada componente.

Componentes 2 4 10 |25 |37 |50
Desviacion estandar (%) | 3.75 | 3.42 | 3.02 | 2.40 | 6.32 | 6.53

El efecto que tiene la aplicacion de componentes PCA sobre las imagenes, se visualiza a
través de la reconstruccion o proyeccion de imagenes. La Figura 57 muestra la aplicacion
de 2, 25y 50 componentes en la imagen del circulo. En las tres imé&genes con componentes
se observa el ruido de sal y pimienta (recuadros rojos), en forma de puntos blancos donde
es mas notorio en la aplicacion de 2 componentes, al igual que con 50 componentes,
aunque esta Ultima contiene menor cantidad de ruido en comparacion de 2 componentes.
Mientras que, con 25 componentes existe menor cantidad de ruido en comparacion con 2

y 50 componentes.
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Figura 57. Proyeccion de componentes.

La proyeccion o graficacion de las imégenes sirvid para verificar que no tuvieran ruido
como en el caso de 2 y 50 componentes en el fondo, por lo tanto, con 25 componentes se

considera adecuado por la menor cantidad de ruido que contiene.

6.3 Resultados del disefio factorial 3*

Para visualizar la distribucion de los datos con relacion a las variables: componentes
(PCA), numero de neuronas en la capa oculta y nivel de iluminacién, se utiliz6 un gréfico
de barras en 3D (Figura 58-59), con sus respectivos ejes, para representar una de las
variables de estudio que es la exactitud. Las gréaficas se agrupan de acuerdo con el tipo de
camara de 1.3y 8 MP, por niveles de luxes y por el uso del optimizador SGD, puesto que

se obtuvieron mejores resultados de exactitud.

En la Figura 58 a) se presenta la grafica resultante para el caso de las imagenes de la
camara con 1.3 MP, empleando1000 Ix y optimizador SGD, se observa la exactitud con
un promedio alto del 95.56 % y un promedio bajo del 70.83 % mientras que en la Figura
58 b) para imagenes de 8 MP el promedio alto de 71.94 % y bajo del 67.22 % de exactitud.
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De lo anterior se deduce que, con imagenes expuestas a 1000 Ix, el mejor resultado se
obtiene con la camara de 1.3 MP con 95.56 % de exactitud con las variables de 16
neuronas en capa oculta, y 50 componentes y optimizador SGD, sin embargo, se evalua si
los resultados mejoran con 1500 Ix 0 2000 Ix.
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Figura 58. Gréficas del promedio de exactitud, con 1000 Ix. a) imagenes de 1.3 MP. b)
imagenes con 8 MP.

En la Figura 59 a) se presentan los resultados con imagenes de 1.3 MP a 1500 Ix, la mejor
combinacion respecto al promedio fue cuando se emplean 64 neuronas en capa oculta, 25
componentes (PCA) ademas, se utilizd el optimizador SGD, obteniendo un promedio del
97.22 % de exactitud, mientras que la clasificacion con el porcentaje mas bajo con un
promedio del 76.11 % de exactitud resulta de la combinacion de 32 neuronas en capa
oculta, optimizador SGD y 2 componentes (PCA).

Los resultados para las imagenes de 8 MP con 1500 Ix se presentan en la Figura 59 b), la
mejor combinacion presenta un promedio del 79.72 % de exactitud, empleando 64
neuronas en capa oculta, optimizador SGD, 50 componentes (PCA). El resultado més bajo
para la métrica de exactitud corresponde al 77.22 %, con 64 neuronas en capa oculta,
optimizador SGD, 2 componentes (PCA).
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Figura 59. Gréficas del promedio de exactitud, con 1500 Ix. a) imagenes de 1.3 MP. b)
imagenes con 8 MP.

Para el grafico Figura 60, a) el valor mas bajo de exactitud es del 72.17 %y el valor mas
alto corresponde al 93.89 %. Por lo tanto, los valores del promedio de exactitud que se
obtuvo en Figura 59, a) fue del 97.22 % y respecto a los valores de Figura 60, a), con
93.89 % de exactitud, solo existe una diferencia del 3.33 %. La diferencia se presenta en
la cantidad de imagenes que se clasifiguen de manera acertada, por ejemplo, de 120
imagenes, el 3.33 % corresponde a 4, de las cuales, serian correctamente clasificadas con

el 97.22 %, entonces, se considera como mejor promedio para realizar las clasificaciones.

En el caso de las imagenes de 8 MP, se obtuvo un valor bajo del 63.36 % y un valor alto
del 83.89 % de exactitud. En comparacion del valor del promedio anterior de exactitud
que fue del 75.42 % y del valor actual, la diferencia es del 8.47 %. Aungue el valor del

porcentaje aumento, la exactitud para clasificacion es mejor con imégenes de 1.3 MP.
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Figura 60. Gréficas del promedio de exactitud, con 2000 Ix. a) imagenes de 1.3 MP. b)
imagenes con 8 MP.

De lo anterior se deduce que el mejor resultado para la métrica exactitud fue con el uso de
1500 Ix, 25 componentes PCA, 32 neuronas en capa oculta y el uso del optimizador SGD.
El uso del optimizador SGD se determiné por las pruebas presentadas en Figura 22 y
porque en el disefio factorial 34, el porcentaje es de 97.22 % de exactitud. El resultado de
una iteracion es la matriz de confusion de la Figura 61 con la misma combinacion,
Unicamente cambiando el optimizador por RMSProp y Adam. Para la Figura 61 a), se
utiliza el optimizador Adam, la clasificacion de las 20 imagenes correctas corresponde a
las clases cuadrado, rondana y circulo, sin embargo, existen 10 imagenes correctamente
clasificadas para clavo, 11 imagenes para rectangulo y 19 para tuerca, las demas imagenes
se encuentran distribuidas en clases distintas. Para el optimizador RMSProp se muestra la
Figura 61 b), donde existe mayor cantidad de clasificaciones correctas, como es el caso
de 20 imagenes clasificadas por cada caso respecto a clavo, cuadrado, rondana, circulo y
tuerca, Unicamente en el caso de rectangulo se clasificaron correctamente 12 imagenes y
7 se identificaron como cuadrado, debido a que la figura se confunde con el fondo de la
imagen. Con el uso del optimizador Adam se obtuvo una exactitud del 83.33 % y con el
optimizador RMSProp con 92.5 % de exactitud, por lo tanto, se descart6 el uso de los
optimizadores y se utiliz6 SGD para realizar el entrenamiento con la red neuronal

convolucional.

De los dos resultados, el mejor fue con el optimizador RMSProp, sin embargo, el resultado

de clasificacion es mejor con SGD, al obtenerse el 97.22 % de exactitud.
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Matriz de confusién Matriz de confusion

Etiquetas reales
circulo rondana cuadrado rectangulo clavo

Etiquetas reales
circulo rondana cuadrado rectangulo clavo

tuerca
tuerca

clavo rectangulo cuadrado rondana circulo tuerca
Prediccion de etiquetas

clavo rectangulo cuadrado rondana circulo tuerca
Prediccion de etiquetas

a) b)

Figura 61. Resultados con optimizador a) Adam y b) RMSProp.

6.4 Evaluacion de los resultados de entrenamiento con y sin PCA

Para realizar el entrenamiento y determinar la pérdida de laRNC con y sin PCA, se ejecuto
una iteracion con 50 épocas, debido a que si se realizan otras iteraciones el
comportamiento de convergencia es similar (Figura 62), por lo tanto, se muestran dos
iteraciones para corroborar el comportamiento. Sin embargo, solo se analiza el

entrenamiento y pérdida de la Figura 63.

Con el uso de la funcién “fit() ” de Keras, se almacenan los valores que corresponden al
historial de entrenamiento de la red neuronal convolucional, midiendo la métrica de
exactitud durante la iteraciéon del nimero de épocas totales, también mide la cantidad de
pérdida que existe durante las iteraciones, ambos parametros se aplican en los datos de

entrenamiento y validacion.
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Graficas de exactitud en entrenamientoy validacion

a) CNN sin PCA entrenamiento y validacién

Exactitud (%)

b) CNN+PCA entrenamiento y validacién

100

60

40

30

20

— Exactitud en datos de entrenamiento
— Exactitud én datos de validacion

' 2 » P s
Epocas

Gréficas de pérdida en entrenamiento y validacion

100

10

- 1
£

g 0001

% ooooot
&

00000001

0000000001

d) CNN+PCA entrenamiento y validacién

= Pérdida en datos de entrenamiento
—— Pérdida en datos de vahidacion

Graficas de exactitud en entrenamientoy validacion

Exactitud (%)

f) CNN+PCA entrenamiento y validacion

100

60

40
30

20

—— Exactitud en datos de entrenamiento
= Exactitud en datos de validacion

20
Epocas

30 40 50

Graficas de pérdida en el entrenamientoy validacién

100
60
g
3
£ 40
k]
P
30
20 Exactitud en datos de entréenamiento
= Exactitud en datos de validacion
0 10 2 » P 0
Epocas
€) CNN sin PCA entrenamiento y validacion
100 —— Pérdida en datos de entrenamiento
—— Pérdida en datos de vahdacion
10
£
2 1
g
=2
w0001
000001
0 10 20 0 40 S0
Epocas
e) CNN sin PCA entrenamiento y validacién
100
60
&
bl
i 40
]
&
30
20 —— Perdida en datos de entrenamiento
—— Perdida en datos de validacion
[ 10 ) ) ) 50
Epocas
£)  CNN sin PCA entrenamiento y validacion
= Perdida en datos de entrenamiento
—— Pérdida en datos de validacion
100
10
g
- 1
=
=
¥
& .0001
.000001
0 10 2 ) P 50
Epocas

Exactitud ( (%)

h) CNN+PCA entrenamiento y validacién

100

10

.0o01

000001

00000001

0000000001

—— Pérdida en datos de entrenamient
—— Pérdida en datos de validacien

Figura 62. Entrenamiento y pérdida, con y sin PCA
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El resultado del comportamiento para la métrica de exactitud de la RNC sin 'y con PCA se
muestran en las gréaficas de la Figura 63 a) y c), donde se presenta la exactitud en los datos
de entrenamiento y validacion; b) y d) corresponde a la pérdida en el entrenamiento de
validacion.

En la Figura 63 a), se aprecia que a partir de la época 20 la exactitud en el entrenamiento
converge en el 100 %, mientras que los datos de validacion a partir de la época 40 se van
aproximando hasta llegar al 85 %. Sin embargo, se recomienda realizar mas iteraciones
para evaluar el parametro de convergencia, puesto que la tendencia de la exactitud en el
caso de la validaciéon va aumentando. Con el comportamiento de las dos gréficas se deduce

que la RNC no esté sobre ajustada, ya que por cada iteracion en la validacion la tendencia
va aumentando.

Graficas de exactitud en entrenamientoy validacion

a) CNN sin PCA entrenamiento y validacion b) CNN+PCA entrenamiento y validacion
100 100
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Figura 63. Resultados de entrenamiento y pérdida sin PCA: a) y c). con PCA: b) y d)

Las gréficas de la Figura 63 ¢ y d, representan la pérdida que indica el porcentaje de

imagenes que no clasifica de manera correcta. En la Figura 63 c), la pérdida de los datos
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de entrenamiento es menor a comparacion de los datos de validacion, con valores cercanos
al .1 % de exactitud. El porcentaje indica la desviacion estandar de clasificaciones, donde
la mayor cantidad de perdida se aproxima al .0001 %. Se recomienda agregar mas
iteraciones para evaluar si la perdida en la validacion decrece o aumenta, puesto que en
un principio va decreciendo, pero no se estabilizan los valores como es en el caso de los

datos de entrenamiento.

Para el entrenamiento de la red neuronal convolucional con PCA, se observa que en la
Figura 63 b), los porcentajes de los datos de entrenamiento respecto a la exactitud
converge en el 100 %, mientras que para los datos de validacion se acercan a una exactitud
del 95 %. La tendencia de los datos indica que no existe un sobre entrenamiento porque
empieza a converger en las Ultimas épocas, donde existe una estabilidad en el

entrenamiento y validacion, obteniendo la mejor solucién para cada uno de los casos.

La perdida del algoritmo RNC+PCA se muestra en la gréafica de la Figura 63 d). En
comparacion de los resultados de la grafica sin PCA (Figura 63 c), el error en los datos de
entrenamiento disminuye a valores de .0000000001 % para la Gltima época. Es importante
sefialar que la diferencia visual que se observa entre ambos datos se debe a la escala

logaritmica que se est4 utilizando.

Para evaluar la tendencia de los datos en los dos casos (con y sin PCA), se consideran 4
métricas: exactitud, sensibilidad, precision y F1. Los valores de las métricas se graficaron
en un diagrama de cajas y bigotes para detectar el sesgo y la tendencia en la que se

distribuyen los datos.

En la Figura 64 a), la tendencia de los datos de exactitud, sensibilidad, precision y F1,
muestran un sesgado a la izquierda, lo que indica que la clasificacion de los datos se
encuentra dispersos y con porcentajes por debajo del valor promedio. La mayor cantidad
de datos con porcentajes bajos reduce la posibilidad de tener un mejor promedio para cada
una de las métricas, lo que indica que el porcentaje de clasificacion puede ser menor al
promedio, porque en la mayoria de las épocas existe una dispersion en datos hasta el 50

% de exactitud como minimo.
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Figura 64. Resultados de entrenamiento. Sin PCA a) y con PCA b)

La Figura 64 b), tienen un sesgado a la izquierda, pero a diferencia de los componentes 2,
4,10, 37 y 50, existe mayor concentracion de datos dentro de los cuartiles, lo que indica
que existen menor cantidad de datos dispersos y son mas cercanos al valor promedio. En
la exactitud se observa un comportamiento estable respecto al valor promedio. La
precision indica que identifica las clases de manera correcta con un porcentaje del 91.4 %,
con un promedio bajo de falsos positivos y negativos indicado por la sensibilidad del 92.22

%. Ademaés, del total de imégenes va a detectar el 94.87 % de manera correcta.

Los promedios generales de las graficas a) y b) de la Figura 64, se muestran en la Tabla
12, los resultados con el uso del algoritmo de PCA son mayores para cada una de las
métricas, lo que indica que el algoritmo clasifica de mejor manera al emplear PCA. La
métrica F1 indica que por lo menos el 98.57 % de iméagenes son clasificados de manera

correcta careciendo de falsos positivos y negativos.
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Entonces con el entrenamiento que se obtiene con la red neuronal convolucional, solo
permite identificar el 86.30 % de las imégenes totales, las cuales tendran una similitud del
81.72 %, lo que significa que tendra 14 % de falsos positivos y negativos, con una
confianza del 78.75 %.

Los promedios maximos y minimos de las métricas de precision, exactitud, sensibilidad y
F1, de ambos algoritmos se indican en la Tabla 12. Los mejores resultados corresponden
al algoritmo de RNC con PCA, se obtiene un promedio del 96.83 % de exactitud, con una
precision del 98.57 %, con el 1.3 % de falsos positivos y negativos en clasificacion, con
una confianza del 98.57 %. Los valores anteriores se consideran porcentajes altos porque
estan mas cerca del valor ideal que es el 100 %, por lo tanto, se determina que es mejor el
rendimiento de la red neuronal con PCA. El promedio permite conocer la cantidad
representativa de cada una de las métricas, asi mismo, se considera como valor de medida
central, lo cual es relevante para conocer el valor mas alto de los resultados con 'y sin PCA,
entonces se obtienen los valores maximos y minimos para determinar los mejores y peores
resultados obtenidos, llegando a la conclusion que con PCA se obtiene el mejor promedio
de cada una de las métricas. En esta seccion no se calcula la desviacion estandar de los
datos porque anteriormente en la Figura 64 se analizo en las graficas de cajas y bigotes,
los resultados con y sin PCA, determinando el tipo de sesgado, los cual indica la dispersion
de los datos, donde, los resultados sin PCA presentan mayor dispersion, sin embargo, para
la seccion de validacion se incluye la desviacion de estandar del conjunto de pruebas
destinadas para este apartado, siendo relevante porque son los resultados finales de la

experimentacion.

Tabla 12. Resultado de promedios en las métricas durante el entrenamiento

. Exactitud (%) Sensibilidad (%0) Precision (%0) F1 (%)
Promedio - - - -
(%) Sin Con Sin Con Sin Con Sin Con
PCA PCA PCA PCA PCA PCA PCA PCA
Max (%) 86.30 96.83 82.37 98.1 81.72 98.57 78.75 98.57
Min (%) 74.20 94.87 70.21 92.22 77.34 91.40 73.23 91.04

Los porcentajes antes mencionados con PCA, son utilizados para clasificar los datos de
validacion a través de una matriz de confusion. Los resultados obtenidos se encuentran en

la seccién de validacion.
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6.5 Validacion

En la etapa de validacion de imagenes del dataset se utiliza el 40 % de iméagenes. El
conjunto de imagenes esta normalizado y redimensionado a escala de 150 x 150 pixeles.
Las etiquetas que se utilizan son las que se obtuvieron en la seccion de entrenamiento, las

cuales son; 0: rectangulo, 1: cuadrado, 2: circulo, 3: rondana, 4: clavo, 5: tuerca.

Los resultados de clasificacion se visualizan en la Figura 65, en donde se tiene un ejemplo
de las imégenes de validacion para clasificar y en la parte inferior se encuentra el resultado
de clasificacion por la Red Neuronal Convolucional (referido con un rectangulo rojo). La
imagen del circulo y del rectangulo no fueron correctamente clasificadas, debido a que las

imagenes no cuentan con el balance de iluminacion.

| Prediccion: cuadrado |

Prediccion: cuadrado A R
Prediccion: rondana Prediccion: cuadrado

Figura 65. Predicciones realizadas.

Aplicando el balance de iluminacion en las imagenes de las piezas metalicas (incluyendo
el algoritmo de PCA), el resultado de clasificacion para las piezas mejora, clasificando de

manera correcta cada una de las imagenes, como se muestra en la Figura 66.

I Prediccion: cuadrado | ’ Prediccion: circulo | | Prediccion: rondana ‘ | Prediccion: rectangulo l

Figura 66. Prueba de predicciones con balance de iluminacion.

Sin embargo, como se cuenta con 120 imagenes para validacion, se utilizé la matriz de

confusion para clasificar los resultados a través de la comparacion de etiquetas reales con
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las etiquetas de prediccion, ademas, su uso permitio la evaluacion de métricas como la

exactitud.

Como parte del resultado de clasificacion, con imégenes de 1.3 MP, se muestra una matriz
de confusion (con y sin PCA), donde por cada una de las clases se utilizan 20 imagenes
para validar. La diagonal principal que se muestra en tonos rosas indica el mayor
porcentaje, es decir, indica el acierto de las etiquetas correspondientes con cada

interseccion de las clases que tienen en prediccion y valor real.

En la matriz de confusion de la Figura 67, se observa que de 20 imagenes de la clase clavo,
diez se clasifican correctamente, mientras que las diez restantes se clasifican como circulo.
Asimismo, para el caso del rectangulo, donde 13 imagenes son correctas, 2 consideradas
como clavo y 5 como cuadrado. Mientras que, para la clase tuerca, 19 fueron clasificadas
correctamente y solo uno considerado como un cuadrado. Lo que indica que existe una

baja precision y sensibilidad porque no se identifican las clases correctamente.

Matriz de confusidn

dawvo

rectangulo

uadrado

- 10.0

Etiguetas reales

mndana

arcula

werca

-00

" " l ] ] |
davo rectangulc  uadrade rondana drcula tuerca
Prediccion de etiguetas

Figura 67. Matriz de confusion sin PCA con imagenes de 1.3 MP.

De acuerdo con la ejecucion de combinaciones del disefio factorial, para imagenes de 1.3

MP, la combinacién de 64 neuronas en capa oculta, optimizador SGD, iméagenes de 1500
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Ix y 25 componentes, se alcanza una exactitud de 97.22 %, siendo la mejor combinacion

con el algoritmo RNC+PCA.

Con el algoritmo de RNC+PCA, la matriz de confusion se muestra en la Figura 68, donde
para la clase clavo, 20 fueron correctas, para el rectangulo 17 correctas, de las 3 que faltan,
2 se clasificaron como cuadrado y 1 para rondana. Para las clases cuadrado, rondana y
tuerca, las 20 etiquetas por clase fueron correctamente clasificadas. Lo que indica que

detecta el 96.83 % de exactitud del total de las iméagenes.

Matriz de confusidn

davo

Etiguetas reales
wadrade  rectangulc

rondana

drcula

twerca

V V v | | |
davo rectanguln  cuadrado rondana grcula tuerca
Prediccion de etiguetas

Figura 68. Ejemplo de matriz de confusién con imagenes de 1.3 MP.

Por lo tanto, los resultados de la matriz de confusion coinciden con el valor promedio de
la exactitud del 96.83 % (resultado de la Tabla 12) en clasificacién de imagenes de 1500
Ix con 25 componentes y optimizador SGD, puesto que, de las 120 imagenes, solo 6

imagenes consideradas como clasificadas incorrectamente que equivale al 5 % de error.

La probabilidad de que las siguientes iteraciones sean confiables se determina a traves de
la evaluacion del nivel de confianza para asegurar la capacidad de la RNC para clasificar.
A partir del total de muestras de las iteraciones anteriores (con y sin PCA), se obtuvieron
en total 500 muestras (cantidades), correspondiendo a los resultados de cada una de las

métricas. De los datos se obtuvo la desviacion estandar y el promedio, del total de
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mediciones, obteniendo el valor de confianza del 95 % por las 1080 imagenes que se

tienen en el dataset.

Para el caso del algoritmo sin PCA, los valores de las métricas corresponden como minimo
76.27 % obtenido en F1 y como maximo 79.85 % en precision, indicando la confianza de
un 76 % aproximadamente, mientras que con el algoritmo de PCA con 25 componentes,
el promedio de las métricas es del 95.80 % de precision como valor maximo y como valor
minimo 95.22 % en sensibilidad, lo cual indica que el algoritmo con PCA es capaz de

identificar las clases y las imagenes con un valor de confianza del 95 %.

Tabla 13. Intervalos de confianza, con un tamafio de muestra de 500, en la validacion.

Exactitud Sensibilidad Precision F1
Datos Sin Con Sin Con Sin Con Sin Con
PCA PCA | PCA PCA PCA PCA | PCA PCA
(%) (%) | (%) (%) | (%) () | (%) (%)
Media 78.89 95,75 | 76.66 95.22 | 79.85 95.80 | 76.27 95.50
Desviacién estandar 8.11 2.46 8.85 4,14 8.45 4.27 8.83 3.78
Promedio de | 95.00 95.00 | 95.00 95.00 | 95.00 95.00 | 95.00 95.00
confianza
Intervalo de confianza | 78.18 95.53 | 75.88 94.88 | 79.11 95.46 | 75.50 95.19
(izquierda)
Intervalo de confianza | 79.60 95.96 | 77.43 95.55 | 80.59 96.15 | 77.05 95.80.
(derecha)

A partir del intervalo de confianza y de los valores de dispersion, se descarta el uso del
algoritmo de la red neuronal sin PCA y se considera el algoritmo con PCA para realizar

una interfaz para el uso del sistema.

6.6 Interfaz para el manejo del sistema

A partir de la red neuronal realizada en Google Colab, se crean dos archivos, donde uno
corresponde a pesos y el otro la RNC, ambos con una extension “.h5”, para utilizar la
RNC de manera local y solo cargarlos en el archivo de interfaz destinado a realizar las

predicciones correspondientes.

El sistema fue desarrollado en lenguaje Python, por lo que es multiplataforma (Windows,
Mac, Linux y entre otros). Para utilizar el sistema es necesario tener conectada la camara

USB a una PC o laptop, de lo contrario no se podré usar la funcion de clasificacion en
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tiempo real. Los archivos que utiliza el sistema estan contenidos en una carpeta tal como
se indica en la Figura 69.

W=

images modelo acCeso_usuario Alta_usuario Alta_usuario Contornos BIM

> 5 5

matriz_cnf MEenuU_usuario prediccion redimension Resultados_clasifi
cacion

Figura 69. Archivos del sistema.

Como primer formulario que corresponde al inicio (Figura 70), se encuentra el menu con
las opciones que podra elegir el usuario, tales como: registrar un nuevo usuario, iniciar
sesion y un menu para seleccionar entre clasificacion en tiempo real o clasificacion

general de imagenes contenidas en una carpeta.

==

CLASIFICACION
DE PIEZAS
METALICAS

CIRCULO  CUADRADO RONDANA CLAVO  TUERCA  RECTANGULO

Figura 70. Mend de inicio.

Una de las funciones en el menu de inicio que se encuentra en la barra en la barra superior
izquierda (Figura 70), es REGISTRO DE USUARIO, el cual, al darle clic a la opcion, se

visualiza como en la Figura 71.
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ﬁUAEM

Registro de nuevo usuario

Ingresa nombre de usuario

Ingresa contrasefia

Figura 71. Registro de usuario.

Al ingresar datos de un usuario ya registrado (Figura 72), se presenta un mensaje

subrayado en color rojo, que indica que el registro existe, por lo tanto, se tiene que realizar
Gnicamente un nuevo registro.

§ Registro de usuario

INICIO  REGISTRO DE USUARIO  ENTRAR COMO USUARIO  SALR

Registro de nuevo usuario @

Ingresa tu nombre completo

mayra

Ingresa contrasefia

Figura 72. Registro existente.

Al registrar datos de un nuevo usuario (Figura 73) y al presionar el boton de guardar

registro, se observan los datos almacenados, con los cuales podra iniciar sesion.
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¥ Registro de usuario
INICIO  REGISTRO DE USUARIO ENTRAR COMO USUARIO  SALIR

gﬁh::%*%m

Registro de nuevo usuario

Ingresa tu nombre completo
|

Ingresa contrasefia

Registro de nuevo usuario. |.D de Usuario: 8 | Nombre completo: Valeria Mateo Hernandez | Contrasefia: 1234

Figura 73. Registro de nuevo usuario.

Los datos son almacenados en un archivo con extension .txt, con el titulo “Alta_usuario”.
En la primera columna se muestra la ID, otorgada a cada uno de los usuarios, para llevar
un control de registros mediante un indice. En la siguiente columna se observa el nombre

y apellidos, y en la Gltima columna se encuentra la contrasefia (Figura 74).

| *Alta_usuario: Bloc de notas — O >

Archive Edicidn  Formate  Ver  Ayuda
jose 1234
mayramateo 1234
valeria 1234
mateo 1234
paulino 1234

[9p [ S W [ NS

Figura 74. Almacenamiento de datos de registro de usuario.
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Una vez registrado el usuario, se puede tener acceso al sistema, mediante la opcion
“ENTRAR COMO USUARIO ” (Figura 75), donde se coloca el nombre que se registré y

la contrasefa.

¥ Acceso del usuario - X
INICIO  REGISTRO DE USUARIO  ENTRAR COMO USUARIO  SALIR

Acceso al sistema

Ingresa tu nombre

Ingresa contrasefia

Ingresar

Figura 75. Entrar como usuario.

Si la contrasefia o/y el usuario no son correctos, se despliega el mensaje en pantalla de
registro no existente (Figura 76).

R o e

LPC IS ICICT 2

@UAEM

Acceso al sistema

Ingresa tu nombre

Ingresa contrasefia

Figura 76. Mensaje de registro no encontrado.
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Si el usuario es correcto, entonces se aparece el menu para realizar alguna funcion del
sistema (Figura 77), ya sea clasificar en tiempo real, clasificar total de iméagenes,

contenidas en una carpeta.

T NGy TR X :.:é%

Elige una opcién

o

Clasficar en tiempo real | Clasificor total de imagenes |

Figura 77. Menu del sistema.

Para elegir la opcion de “Clasificar en tiempo real”, se debe tener conectada la camara de
1.3 MP, de lo contrario se produce error al utilizar la opcion puesto que no se encuentra
la conexion USB activa de la cAmara. Una vez conectada la camara y dandole clic a la
opcidn, se despliega la ventana de la camara para poder clasificar las piezas metalicas con
la forma regular (rectangulo, circulo, rondana, cuadrado) o irregular (clavo, tuerca). El
ejemplo de uso se muestra en figura 69 y 70. En la figura 69, se clasificd un tornillo, que,
por sus caracteristicas, la RNC lo clasifico como un clavo, por lo tanto, se considera como

un verdadero positivo:
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Figura 78. Clasificacion de clavo.

Como ejemplo de clasificacion de rectangulo, se tiene la Figura 79, donde se identifica,
con coordenadas los bordes del rectangulo para verificar que los lados de la pieza sean

correctamente identificados para el recorte de la figura y posteriormente sea clasificada.

rectangulo

Figura 79. Clasificacion de rectangulo.

Para esta seccion, las imagenes clasificadas se almacenan en una carpeta para clasificarlas
por la RNC, obteniendo como resultado la Figura 80:

# Cusificacion general s X
INICIO  REGISTRO DE USUARIO ENTRAR COMO USUARIO  SALIR

@u,«em @

Resultados de Clasificacion

O N E BB O

cuadrado clave tuerca tuerca rectangulo

Figura 80.Clasificacion de imagenes en carpeta.
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Ademas, el resultado de clasificacion es almacenado como figura con extension “.jpg”,
para que el usuario pueda volver a consultarla. Un ejemplo del repertorio de imégenes

almacenadas es el de la Figura 81.

cuadrado rondana

cuadrado cuadrado

circulo circulo

tuerca cuadrado cuadrado cuadrado

clavo rectangulo

cuadrado rectangulo

Figura 81.Resultados de clasificacion (2).

De los resultados de clasificacion se pueden obtener los datos estadisticos, que
corresponde a la creacion de la matriz de confusion y de la obtencion de los porcentajes
de las métricas: Precision, Exactitud, Sensibilidad y F1. Cuando se esta creando la matriz
de confusion se despliega en pantalla un mensaje con el aviso de “Creando matriz de
confusion” (Figura 82). Posteriormente, se muestra otro formulario con la matriz de

confusion y los datos de las métricas (Figura 83).

nformacian >

o Creando matriz de confusion

Figura 82. Aviso de espera para generacion del resultado estadistico.
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# Clasificacion general

INICIO  REGISTRO DE USUARIO  ENTRAR COMO USUARIO  SALIR

@UAEM @

Resultados de Clasificacion

Matriz de confusién

Resultado de métricas

Exactitud : 93.75

Precision : 94.29 Qundrace
Sensibilidad : 93.75

F1  :93.70

Total de imagenes :48.00

Figura 83.Matriz de confusion con resultados de métricas.

Por lo tanto, el desarrollo de la interfaz para el usuario esta destinada para el uso de dos
opciones, ya sea en tiempo real o clasificar iméagenes que se encuentren en carpeta, luego
de seleccionar cualquier opcion, el usuario puede salir mediante la opcion salir que se
encuentra en el formulario. La interfaz es parte importante del trabajo, no solo para darle
uso al sistema, sino para que el usuario conozca el resultado de las métricas, en el caso de
los resultados estadisticos, para valorar el funcionamiento de la red neuronal
convolucional mediante la cAmara de 1.3 MP. Para el caso de la opcion de clasificar en
tiempo real, se comprueba el funcionamiento ante el uso de la iluminacién a 1500 Ix en

las figuras regulares e irregulares.
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7 CONCLUSIONES

En este trabajo se desarroll6 un sistema de vision artificial para la clasificacion de piezas
metalicas mediante el algoritmo de Analisis de Componentes Principales y una Red
Neuronal Convolucional, considerando las variables: iluminacion, namero de neuronas en

capa oculta, tipos de optimizador y nimero de componentes PCA.

A partir de los resultados del disefio factorial 3* se realizan las pruebas con la cdmara de
8 MP, el mejor resultado de exactitud en este caso le corresponde al 83.89 %, con la
combinacion de 32 neuronas, 25 componentes, optimizador SGD y el nivel de iluminacién
de 2000 Ix, con luz calida. Para el caso de las pruebas con la camara de 1.3 MP expuestas
a 1500 Ix, con luz céalida, el mejor resultado de exactitud obtenido es de 97.22 % que
corresponde a la combinacion de 25 componentes, 64 neuronas, optimizador SGD. De las
dos camaras, el mejor porcentaje de exactitud se obtuvo con la camara de 1.3 MP, ya que
en las iméagenes se identifica el contorno de los objetos y las caracteristicas como lineas
dentro de las figuras no se perciben de manera detallada, lo cual ayuda a la identificacién
correcta de la pieza metalica, ademas la iluminacion es uniforme en comparacién con las
imagenes obtenidas de 8MP. En estas, la reflexion de la luz sobre la superficie de la pieza

es mas notoria y ocasiona que se deforme visualmente la forma geométrica de la pieza.

La exposicion de las piezas metalicas a diferentes escalas de iluminacion (1000, 1500 y
2000 luxes), hace que el tono de fondo sea similar al tono del borde de la pieza, generando
tanto falsos positivos como negativos y, en consecuencia, no se logra la correcta
identificacion. Para reducir este problema, se utiliz6 un algoritmo para modificar el
balance de iluminacion y reemplazar el fondo por una mascara de tonalidad negra
uniforme (valor en RGB de 0,0,0). De esta manera se logré resaltar el borde de la pieza

metalica.

Para que el algoritmo de la red neuronal procese los datos de las imagenes adquiridas en
2 dimensiones, es necesario que el largo y ancho de estas tengan el mismo nimero de
pixeles, por lo que se desarroll6 una etapa dentro del algoritmo de pretratamiento para

lograr este proceso y redimensionar las imagenes a un tamafio de 150 x 150 pixeles.
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En las pruebas donde se expusieron las piezas a luz calida y fria con intensidad de 1000
IX, se obtuvieron porcentajes, como valor maximo 95.56 % y como minimo 70.83 % para
la métrica de exactitud, obteniendo el 29.77 % de falsos positivos y negativos. Lo anterior
se debe a que no se reconocen los bordes de las imagenes de manera adecuada, debido a
la opacidad de estas. Por lo tanto, se concluye que a 1000 luxes, independientemente del

tipo de iluminacion, la identificacion de las piezas no se considera adecuada.

En el caso de las pruebas realizadas con 2000 Ix, se obtuvo para la métrica de exactitud
un valor maximo de 93.83 % y 72.17 % como minimo, los falsos positivos fueron del
27.83 %. Lo anterior se debe a que por la cantidad de luz que incide en ellas, provoca que
el fondo de la imagen se visualice como parte de la pieza metalica, especialmente en las
piezas con las formas cuadrado, rectangulo y circulo. Por lo anterior, se considera que esta

escala de iluminacién tampoco es adecuada para la clasificacion de las piezas metalicas.

Para elegir el nimero de componentes se considerd la cantidad de varianza acumulada
junto con la desviacion estandar que generan el conjunto de muestras de exactitud de las
clasificaciones realizadas en el apartado de método, para evaluar la dispersion de los datos.
De los resultados obtenidos en el promedio de las tres iteraciones, la mejor combinacion
fue con 25 componentes, optimizador SGD, 64 neuronas en capa oculta, imagenes de 1.3
MP expuestas a 1500 Ix, varianza acumulada del 90 %, con una desviacion estandar del
2.40 %, lo cual permitié eliminar informacion redundante, dejando solo la que
proporciona importancia en crear las imagenes. También el promedio del porcentaje de
exactitud aumento del 85 % (valor minimo) al 95.75 % (valor maximo). Por lo tanto,
entre mas alto sea el porcentaje de desviacion estandar, el resultado de exactitud estad mas
alejado del valor promedio, pero en el intervalo del valor minimo y maximo. El patrén de
clasificacion se basa en los contornos geomeétricos de las figuras, para ello es importante
detectar los bordes de las imagenes y realizar el balance de iluminacién e identificar
correctamente el contorno. La variacion que existe en la deteccion de contornos provoca

la determinacion de falsos negativos y positivos.

El uso de PCA para el pretratamiento de imagenes de piezas metalicas con camara de 1.3
MP expuestas a 1500 Ix en una red neuronal convolucional se obtiene de la clasificacion

del disefio factorial el 97.22 % de exactitud y en el andlisis que se realiz6 del promedio de

125



500 muestras, los resultados corresponden a: Exactitud 95.75 %, Sensibilidad 95.22 %,
Precision 95.80 %, F1 95.50 %. Por lo tanto, en el disefio factorial y en analisis de las 500
muestras, el porcentaje establecido en la hipdtesis del 93 % para la métrica de exactitud

fue superado.

El resultado de la clasificacion de la Red Neuronal Convolucional sin el algoritmo PCA
fue del 85 % para la métrica de exactitud, mientras que aplicando la red con el algoritmo
de PCA se obtuvo 95.75 % para la misma métrica. Al comparar estos resultados se observo
una mejora del 10.75 % en la métrica de exactitud, por lo tanto, la Red Neuronal
Convolucional aplicada con el algoritmo de PCA, mejora el proceso de clasificacién de

imagenes metalicas.
Productos obtenidos y trabajo a futuro

Los productos obtenidos durante el desarrollo del proyecto es la publicacion del articulo
Analysis and comparison of a classification of regular metal pieces by Convolutional
Neural Networks with and without Principal Component Analysis, enviado a CORE en la
revista Journal Research in Computing Science y el desarrollo de la interfaz del sistema

para la clasificacion de piezas metalicas.

Como trabajo a futuro se considera incrementar la cantidad de imagenes tanto de
entrenamiento como para validacion, respecto al 60 % para entrenamiento y 40 % para
validacion, con el motivo de extender las caracteristicas que proporcionan las piezas
metalicas a la red neuronal convolucional y evaluar si mejora el porcentaje de las métricas,
ademas incluir otro tipo de piezas metélicas, que incluyan colores diferentes a plateado o
dorado para verificar el funcionamiento de la red neuronal y evaluar el porcentaje de

exactitud gue se obtenga.

De acuerdo con algoritmo de PCA, en caso de incrementar imagenes, realizar el analisis
para valores cercanos a 25 componentes ya que presenta menor cantidad de desviacion
estandar con el 2.40 % y a partir de esto, determinar cuanto mejoran las métricas
propuestas al considerar componentes que proporcionen una desviacion estandar
alrededor del 2.40 % y varianza aproximada al 90 % o realizar un algoritmo para

determinar la cantidad de componentes adecuado. Para la interfaz, la cantidad de imagenes
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a clasificar que estan almacenadas en carpeta esta delimitada a 48 iméagenes, por lo tanto,

se puede mejorar ese aspecto para que el usuario defina cuantas imagenes clasificar.
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9 ANEXOS

Resultados del disefio factorial, prueba 1.

Resultados de la prueba 1 (Tabla 14-Tabla 16). Se presenta el total de combinaciones. La
tabla contiene el numero de capas ocultas: 16, 32 y 64, tipo de optimizador: SGD,
RmsProp y Adam, nivel de iluminacion: 1000, 1500 y 2000 Ix, nimero de componentes:

2, 25 y 50. Cada una de las combinaciones gener6 un porcentaje de exactitud de la

clasificacion de las iméagenes de 1.3MP y de 8MP.

Tabla 14. Resultados de la prueba 1 del disefio factorial 32,

PRUEBA 1
Numero de Camara
capas Optimizador | lluminacién | Componentes |1 3\ 8M
ocultas R ]

Exactitud | Exactitud
16 | SGD 1500 25 85.83% 79.17%
64 | RmsProp 1500 2 92.60% 78.33%
16 | RmsProp 1500 25 94.17% 75.00%
16 | RmsProp 1000 50 93.33% 75.00%
16 | SGD 2000 2 93.33% 68.60%
16 | SGD 1000 50 94.17% 65.83%
32 | RmsProp 1500 50 93.33% 80.00%
32 |SGD 1000 2 85.83% 70.83%
64 | SGD 2000 50 94.17% 51.24%
16 | SGD 2000 50 94.17% 78.51%
32 | Adam 1000 50 94.17% 70.00%
32 | RmsProp 1000 25 95.83% 70.83%
16 | Adam 1500 50 99.17% 80.83%
16 | RmsProp 1000 25 95.83% 67.50%
16 | Adam 1500 2 88.33% 80.00%
32 | Adam 1000 25 94.17% 70.83%
16 | Adam 1000 50 94.17% 70.83%
32 |SGD 2000 25 94.17% 49.59%
64 | SGD 1500 2 95.41% 77.50%
32 | RmsProp 1000 50 93.33% 67.50%
16 | SGD 1000 25 96.67% 65.83%
16 | RmsProp 1500 50 97.51% 77.50%
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Tabla 15. Resultados de la prueba 1 del disefio factorial 3* (2).

32 | Adam 2000 25 94.17% 80.99%
32| Adam 1000 2 95.83% 70.83%
64 | Adam 2000 2 95.00% 68.60%
16 | Adam 2000 2 92.50% 49.59%
64 | Adam 2000 50 89.17% 75.21%
64 | RmsProp 1000 50 95.83% 69.17%
32|SGD 2000 50 93.33% 50.41%
32 | RmsProp 2000 25 91.67% 78.51%
64 | SGD 2000 2 94.17% 70.25%
32 | Adam 1500 50 88.33% 80.00%
64 | Adam 1500 50 97.52% 77.50%
32 | RmsProp 2000 2 90.00% 72.50%
32 | RmsProp 1000 2 94.17% 68.33%
16 | Adam 1000 2 93.33% 70.00%
32 | RmsProp 2000 50 92.50% 76.03%
32 |SGD 1500 50 94.17% 80.00%
32 | Adam 2000 50 92.50% 80.00%
16 | Adam 1500 25 98.33% 79.17%
16 | Adam 1000 25 97.25% 70.83%
32 | RmsProp 1500 25 95.17% 76.67%
32|SGD 1000 50 93.33% 72.50%
16 | RmsProp 2000 50 93.33% 79.17%
64 | Adam 1000 2 87.50% 70.00%
64 | SGD 1500 25 98.33% 80.00%
32 | RmsProp 1500 2 88.33% 75.83%
16 | RmsProp 2000 25 94.17% 72.50%
64 | RmsProp 2000 50 97.50% 78.51%
64 | Adam 2000 25 94.17% 64.46%
16 | SGD 1000 2 86.67% 70.83%
16 | RmsProp 2000 2 90.83% 84.30%
64 | SGD 1500 50 89.17% 77.50%
64 | SGD 1000 2 93.33% 75.00%
64 | RmsProp 1500 25 97.53% 76.67%
64 | SGD 2000 25 94.17% 81.41%
64 | SGD 1000 50 85.00% 70.00%
64 | Adam 1500 25 97.52% 79.17%
32|SGD 1500 2 96.67% 77.50%
16 | RmsProp 1500 2 88.33% 75.00%
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Tabla 16. Resultados de la prueba 1 del disefio factorial 3* (3)

64 | RmsProp 2000 2 94.17% 52.89%
64 | RmsProp 1500 50 93.33% 70.83%
64 | Adam 1000 50 92.50% 75.00%
64 | RmsProp 1000 25 95.00% 74.17%
64 | Adam 1000 25 95.00% 70.83%
32 | Adam 2000 2 92.64% 83.33%
64 | RmsProp 2000 25 84.17% 69.17%
16 | SGD 1500 2 97.52% 78.33%
64 | SGD 1000 25 93.33% 66.67%
16 | SGD 1500 50 94.17% 80.00%
32 | Adam 1500 25 93.33% 78.33%
16 | SGD 2000 25 92.50% 77.69%
16 | RmsProp 1000 2 95.00% 72.50%
16 | Adam 2000 50 90.83% 50.41%
32 | Adam 1500 2 94.17% 78.33%
64 | RmsProp 1000 2 86.67% 75.00%
32|SGD 1500 25 96.67% 75.83%
32|SGD 2000 2 94.17% 52.07%
64 | Adam 1500 2 96.67% 78.33%
32|SGD 1000 25 95.83% 70.00%
16 | Adam 2000 25 93.33% 49.59%

Resultados de la prueba 2 (Tabla 17-Tabla 19 ).

Se utilizaron las mismas variables, inicamente se repitieron las mismas condiciones para

evaluar el porcentaje de exactitud.

Tabla 17. Resultados de prueba 2 del disefio factorial 34,

PRUEBA 2
Numero de Camara
capas ocultas | Optimizador | lluminacién | Componentes |1 3 sM
Exactitud | Exactitud
16 |SGD 1500 25 92.50% 79.17%
64 | RmsProp 1500 2 82.50% 75.35%
16 | RmsProp 1500 25 93.33% 75.12%
16 | RmsProp 1000 50 94.17% 67.50%

Tabla 18. Resultados de la prueba 2 del disefio factorial 3* (2)
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16 | SGD 2000 2 94.17% 80.99%
16 |SGD 1000 50 94.17% 70.83%
32 | RmsProp 1500 50 96.67% 75.17%
32 |SGD 1000 2 93.33% 69.17%
64 | SGD 2000 50 94.17% 76.86%
16 | SGD 2000 50 94.17% 78.51%
32 | Adam 1000 50 95.83% 67.50%
32 | RmsProp 1000 25 94.17% 76.67%
16 | Adam 1500 50 90.00% 79.17%
16 | RmsProp 1000 25 85.83% 70.83%
16 | Adam 1500 2 95.00% 81.67%
32 | Adam 1000 25 92.50% 70.00%
16 | Adam 1000 50 94.17% 70.83%
32 |SGD 2000 25 92.50% 49.59%
64 | SGD 1500 2 95.83% 77.92%
32 | RmsProp 1000 50 85.00% 70.83%
16 |SGD 1000 25 95.00% 67.50%
16 | RmsProp 1500 50 95.83% 79.17%
32 | Adam 2000 25 94.17% 76.03%
32 | Adam 1000 95.83% 75.00%
64 | Adam 2000 90.83% 49.59%
16 | Adam 2000 94.17% 50.41%
64 | Adam 2000 50 90.83% 49.59%
64 | RmsProp 1000 50 94.17% 70.83%
32 |5GD 2000 50 93.33% 82.64%
32 | RmsProp 2000 25 92.50% 78.51%
64 | SGD 2000 2 80.00% 69.42%
32 | Adam 1500 50 96.67% 76.67%
64 | Adam 1500 50 95.00% 76.67%
32 | RmsProp 2000 2 94.17% 75.00%
32 | RmsProp 1000 2 95.00% 72.50%
16 | Adam 1000 2 93.33% 77.50%
32 | RmsProp 2000 50 91.67% 76.86%
32 |SGD 1500 50 97.50% 81.58%
32 | Adam 2000 50 93.33% 49.59%
16 | Adam 1500 25 97.50% 79.17%
16 | Adam 1000 25 96.50% 70.83%
32 | RmsProp 1500 25 85.83% 76.67%
32 |SGD 1000 50 93.33% 70.83%
16 | RmsProp 2000 50 92.50% 73.33%
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Tabla 19. Resultados de la prueba 2 del disefio factorial 3* (3)

64 | Adam 1000 2 96.67% 73.33%
64 | SGD 1500 25 97.50% 79.17%
32 |RmsProp 1500 2 85.00% 75.83%
16 | RmsProp 2000 25 97.50% 72.50%
64 | RmsProp 2000 50 94.17% 77.69%
64 | Adam 2000 25 92.50% 65.29%
16 | SGD 1000 2 95.83% 71.67%
16 | RmsProp 2000 2 93.33% 81.82%
64 | SGD 1500 50 98.33% 77.54%
64 | SGD 1000 2 95.00% 70.83%
64 | RmsProp 1500 25 87.50% 78.33%
64 | SGD 2000 25 92.50% 81.82%
64 | SGD 1000 50 85.00% 68.33%
64 | Adam 1500 25 98.33% 75.18%
32 |SGD 1500 2 97.50% 76.67%
16 | RmsProp 1500 2 87.50% 75.10%
64 | RmsProp 2000 2 94.17% 76.86%
64 | RmsProp 1500 50 93.33% 70.83%
64 | Adam 1000 50 85.00% 72.50%
64 | RmsProp 1000 25 92.50% 72.50%
64 | Adam 1000 25 95.00% 71.67%
32 |Adam 2000 2 93.22% 77.69%
64 | RmsProp 2000 25 85.83% 69.17%
16 | SGD 1500 2 89.17% 75.83%
64 | SGD 1000 25 95.00% 69.17%
16 | SGD 1500 50 95.00% 79.17%
32 |Adam 1500 25 95.00% 71.67%
16 | SGD 2000 25 90.00% 48.76%
16 | RmsProp 1000 2 95.00% 67.50%
16 |Adam 2000 50 92.50% 37.19%
32 | Adam 1500 2 95.83% 80.83%
64 | RmsProp 1000 2 95.00% 72.50%
32 |SGD 1500 25 89.17% 78.33%
32 |SGD 2000 2 93.33% 65.29%
64 | Adam 1500 2 96.67% 89.15%
32 |SGD 1000 25 86.67% 70.00%
16 | Adam 2000 25 92.50% 78.51%

Resultados de la prueba 3 (Tabla 20-Tabla 22).

Ultima prueba realizada de la repeticion de pruebas con las mismas combinaciones.
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Tabla 20. Resultados de la prueba 3 del disefio factorial 3

Prueba 3
Numero de Camara
capas Optimizador | lluminacién | Componentes |1 3\ 8M
ocultas ] R
Exactitud | Exactitud
16 | SGD 1500 25 93.33% 75.00%
64 | RmsProp 1500 2 97.50% 78.33%
16 | RmsProp 1500 25 94.17% 76.67%
16 | RmsProp 1000 50 85.00% 68.33%
16 | SGD 2000 2 92.50% 78.51%
16 | SGD 1000 50 95.83% 70.83%
32 | RmsProp 1500 50 89.17% 73.33%
32|SGD 1000 2 95.83% 68.33%
64 | SGD 2000 50 90.00% 76.86%
16 | SGD 2000 50 94.17% 56.20%
32 | Adam 1000 50 95.00% 68.33%
32 | RmsProp 1000 25 91.67% 68.33%
16 | Adam 1500 50 89.17% 80.00%
16 | RmsProp 1000 25 94.17% 64.17%
16 | Adam 1500 2 95.83% 75.83%
32 | Adam 1000 25 95.83% 70.83%
16 | Adam 1000 50 87.50% 64.17%
32 |SGD 2000 25 93.33% 75.21%
64 | SGD 1500 2 97.50% 77.50%
32 | RmsProp 1000 50 95.83% 70.00%
16 | SGD 1000 25 95.00% 68.33%
16 | RmsProp 1500 50 98.33% 79.17%
32 | Adam 2000 25 93.33% 49.59%
32 | Adam 1000 2 83.33% 69.17%
64 | Adam 2000 92.50% 50.41%
16 | Adam 2000 95.00% 65.29%
64 | Adam 2000 50 94.17% 65.29%
64 | RmsProp 1000 50 94.17% 70.00%
32 |SGD 2000 50 92.50% 49.59%
32 | RmsProp 2000 25 93.33% 78.51%
64 | SGD 2000 2 78.33% 76.86%
32 |Adam 1500 50 80.00% 79.17%

Tabla 21. Resultados de la prueba 3 del disefio factorial 3* (2)
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64 | Adam 1500 50| 87.50%| 78.33%
32 | RmsProp 2000 2| 91.67%| 76.67%
32 |RmsProp 1000 2 94.17% | 75.83%
16 | Adam 1000 2| 95.00%| 73.33%
32 | RmsProp 2000 50| 89.17%| 78.51%
32|SGD 1500 50| 82.50%| 76.67%
32 | Adam 2000 50| 91.67%| 49.59%
16 | Adam 1500 25 95.00% | 80.00%
16 | Adam 1000 25 95.83%| 70.83%
32 | RmsProp 1500 25 88.33%| 75.83%
32|SGD 1000 50| 85.83%| 69.17%
16 | RmsProp 2000 50 94.17% 77.50%
64 | Adam 1000 2| 95.83%| 75.00%
64 | SGD 1500 25 95.83%| 75.83%
32 | RmsProp 1500 2| 97.50%| 76.67%
16 | RmsProp 2000 25 96.67% | 75.00%
64 | RmsProp 2000 50| 96.67%| 77.69%
64 | Adam 2000 25 91.67%| 49.59%
16 |SGD 1000 92.50%| 70.83%
16 | RmsProp 2000 91.67%| 75.21%
64 | SGD 1500 50| 80.00%| 73.33%
64 | SGD 1000 2| 95.00%| 69.17%
64 | RmsProp 1500 25 97.50%| 76.67%
64 | SGD 2000 25 95.00% | 88.43%
64 | SGD 1000 50| 94.17%| 66.67%
64 | Adam 1500 25 94.17%| 80.00%
32|SGD 1500 2| 94.17%| 78.33%
16 | RmsProp 1500 2| 90.83%| 85.83%
64 | RmsProp 2000 91.67%| 82.64%
64 | RmsProp 1500 50| 93.33%| 70.83%
64 | Adam 1000 50| 85.00%| 70.00%
64 | RmsProp 1000 25 87.50% 65.00%
64 | Adam 1000 25 95.00% | 74.17%
32 |Adam 2000 2| 95.87%| 79.25%
64 | RmsProp 2000 25 94.17%| 68.33%
16 |SGD 1500 2| 96.67%| 77.50%
64 | SGD 1000 25 95.00%| 70.83%
16 |SGD 1500 50| 96.67%| 80.00%
32 |Adam 1500 25 97.50%| 70.83%

Tabla 22. Resultados de la prueba 3 del disefio factorial 3* (3)
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16 | SGD 2000 25| 94.17%| 57.85%
16 | RmsProp 1000 2| 87.50%| 76.67%
16 | Adam 2000 50| 94.17%| 52.89%
32 |Adam 1500 89.17%| 81.67%
64 | RmsProp 1000 93.33%| 77.50%
32|SGD 1500 25| 89.17%| 80.00%
32 |5SGD 2000 95.00% | 75.21%
64 | Adam 1500 93.33%| 78.33%
32 |SGD 1000 25| 95.83%| 75.83%
16 | Adam 2000 25| 94.17%| 82.64%

Las tablas también se encuentran en el repositorio de GitHub, en el siguiente link

https://github.com/MayraMateo0O/Clasificacion-de-piezas-met-licas-CNN-PCA. Ademas,

se incluyen: el dataset utilizado, codigo fuente y los formularios utilizados.

Se incluye también la hoja de datos del luxémetro UT382 Series en la Tabla 23

(Ingprosuppliers, 2021):

Tabla 23. Hoja de datos de luxémetro UT382 Series.

Funcion Rango de | Precision Tolerancia + ( a % lectura +b
resolucion digitos)
Iluminancia 20Lux 0,01Lux + (3% + 20)
medicion 200Lux 0,1Lux * (3% + 8)
(LUX) 2000Lux | 1Lux + (3% + 8)
20000Lux | 10Lux *+ (3% + 8)
lluminancia 2FC 0.001FC La tolerancia de precisién de la FC
L puede  verificarse = mediante la
medicion 20FC 0,01FC conversién de unidades: FC=10,76lux,
(FC) 200FC 0.1FC si se necesita verificar la tolerancia de
’ precision, se puede lograr por medio de
2000FC 1FC la conversion de unidades.
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Hoja de datos de la cAmara de 1.3 MP (European machine vision association, 2006):

Camara Basler acA1300-200um
Resolucion (H x V pixeles) 1280 x 1024

Sensor EV76C661

Tamafio del sensor (Optico) 1/1.8”

Tecnologia de sensores CMOS,global shutter
Tamarfio del pixel (um) 53x5.3

Velocidad de fotogramas 60

Mono / Color Mono

Formato de salida de video

Mono 8, Mono 12, Mono 12 p, YUV 4:2:2
p, YUV 4:2:2 (YUYV) p, Bayer BG 8,
Bayer BG 12, Bayer BG 12 p: Bayer GB
(Aptina), Bayer GR (CMOSIS)

Interfaz

Fast Ethernet (100 Mbit/s) or Gigabit
Ethernet (1000 Mbit/s)

Sincronizacién

A través de un disparador externo, a traves
de la conexion Ethernet o de forma libre

Control de la exposicion

Mediante un disparador externo o
programable a través de la API de la
camara.

ACRONIMOS

HOG: Histogram of Oriented Gradients.

HAAR: Clasificador para la deteccion de objetos.

SIFT: Scale-Invariant Feature Transform
PCA: Principal Component Analysis

FREAK: Fast Retina Keypoint

DPI: Dots Per Inch

CMOS: Compementary Meta Oxide Semiconductor Memory
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